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RESUMO

A promoção da saúde, da qualidade de vida e de uma boa alimentação são importantes para
a população brasileira. Este é um tema frequentemente discutidos nos diversos meios de
comunicação. Este trabalho aplica técnicas de aprendizagem de máquina na classificação de
alimentos em grupos alimentares. O trabalho se baseia em tabelas de composição nutricional
dos alimentos consumidos no Brasil, fornecidas pela Pesquisa de Orçamentos Familiares
(IBGE, 2011). Cada tabela possui dados nutricionais dos alimentos, incluindo micronutrientes,
macronutrientes e seus grupos alimentares, além do modo de preparo de alimentos consumidos
pelos brasileiros. Foram explorados modelos de árvore de decisão, random forest e gradient
boosting tree para classificar esses alimentos conforme seu grupo alimentar. Tais modelos
apresentaram acurácias entre 82,04% e 91,86%, permitindo sua exploração em soluções de
software para promoção da saúde dos brasileiros.

Palavras-chave: Aprendizagem de máquina; Aprendizado supervisionado; Problema de clas-

sificação; Tabela de Composição Nutricional dos Alimentos.



ABSTRACT

The promotion of health, quality of life, and healthy eating habits are important for the
Brazilian population. This is a topic frequently discussed across media. This work applies
machine learning techniques to classify foods into food groups. The study is based on tables of
the nutritional composition of foods consumed in Brazil, provided by the Household Budget
Survey. Each table contains nutritional data on foods, including micronutrients, macronutrients,
and their food groups, as well as the preparation methods of foods consumed by Brazilians.
Models such as decision tree, random forest and gradient boosting tree were explored to
classify these foods according to their food group. These models showed accuracies between
65% and 80%, allowing for their application in software solutions aimed at promoting the
health of Brazilians.

Keywords: Machine Learning; Supervised learning; Classification problems; Table of Nutriti-

onal Composition of Foods.
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1 INTRODUÇÃO

O conhecimento sobre nutrição tem se mostrado cada vez mais importante na promo-

ção da saúde, qualidade de vida e na prevenção de doenças crônicas (MACEDO; MATOS,

2015). Durante muito tempo, as preocupações em relação à alimentação estavam centradas no

elevado consumo de alimentos com alto teor de açúcar, sódio e gordura (MARTINELLI; CA-

VALLI, 2019). Por outro lado, pesquisas no âmbito da nutrição e composição dos alimentos

revelam novos resultados a cada momento. Essas atualizações, por sua vez, geram alegações

e contra-argumentos por parte de especialistas quanto aos benefícios de variados componentes

alimentares e suplementos (WARDLAW; SMITH, 2013).

Uma pesquisa realizada pela Federação das Indústrias do Estado de São Paulo - FIESP

(2018) revela que 80% dos entrevistados apresentaram esforços em consumir alimentos mais

saudáveis. Apesar disso, 61% dos participantes admitiram a preferência por alimentos mais

saborosos do que saudáveis. Os alimentos mais presentes na dieta dos brasileiros são café

(78,1%), arroz (76,1%) e feijão (60,0%) (IBGE, 2020). A composição de um alimento expressa

a quantidade de calorias que ele possui. Em 2017, cerca de 31% da dieta dos brasileiros era

composta por alimentos processados ou ultraprocessados, e aproximadamente 85% das pessoas

adicionaram açúcar em sua dieta (IBGE, 2020).

O avanço da tecnologia proporcionou que dados fossem melhor compreendidos e estuda-

dos. Tópicos relacionados a inteligência artificial, aprendizagem de máquina e ciência de dados

têm ganhado atenção crescente e se tornaram populares. Para STEFENON (2021) “A aplicação

de inteligência artificial tem sido uma excelente alternativa para melhorar a análise de dados e

automatizar tarefas. Termos como machine learning, big data e deep learning estão cada vez

mais presentes no dia a dia do engenheiro”. A frase “dados são o novo petróleo” (popularmente

conhecida no inglês – “data is the new oil”) resume bem a visão dos dados como uma nova

commodities mundial. Dados podem ser coletados, manipulados, validados, armazenados, re-

cuperados e compartilhados, gerando informação de valor (SANT’ANA, 2016). Neste sentido,

dados relacionados à composição de alimentos podem ser explorados usando técnicas de ciência

de dados, extraindo informações de interesse.

Com a crescente disponibilidade de dados nutricionais e o avanço das técnicas de apren-

dizagem de máquina, surge a oportunidade de automatizar a classificação dos alimentos com

base nos seus dados nutricionais, i.e. micro- e macro-nutrientes, e modos de preparo. Este tra-

balho explora essa lacuna, aplicando modelos de aprendizagem de máquina na classificação de

alimentos. Com isso, espera-se responder às perguntas de pesquisa: quais modelos de aprendi-

zagem de máquina podem ser aplicados na classificação automática de alimentos a partir dos
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seus dados de nutrientes e modo de preparo? Qual a qualidade desses modelos nessa tarefa

preditiva?

Aplicar conceitos de aprendizagem de máquina e ciência de dados na composição de ali-

mentos é uma oportunidade de unir este benefício tecnológico com algo que está intrínseco, e

por muitas vezes subjetivo, no dia a dia das pessoas. “O conhecimento da composição dos ali-

mentos consumidos no Brasil é fundamental para se alcançar a segurança alimentar e nutricional

[...] autoridades de saúde pública podem estabelecer metas nutricionais e guias alimentares que

levem a uma dieta mais saudável” (UNICAMP, 2017). A classificação dos alimentos em seus

respectivos grupos alimentares é, portanto, uma tarefa de interesse para estudos nutricionais,

planejamentos de dieta e desenvolvimento de políticas de saúde pública. Tradicionalmente,

essa categorização é realizada de forma manual ou baseada em regras pré-estabelecidas por es-

pecialistas. Esse processo, no entanto, pode ser demorado e suscetível a erros, especialmente

ao lidar com grandes volumes de dados.

Diante desse cenário, o objetivo deste trabalho é explorar técnicas de ciência de dados e

inteligência artificial para a classificação de alimentos em grupos alimentares. Como objetivos

específicos, deseja-se:

1. Aplicar técnicas de coleta e pré-processamento para a preparação dos dados para o estudo

proposto;

2. Construir diferentes modelos de classificação para a tarefa de interesse;

3. Avaliar experimentalmente a qualidade de predição dos modelos construídos.

Para tanto, foram explorados os dados das Tabelas de Composição Nutricional de Alimen-

tos Consumidos no Brasil (IBGE, 2011). Esse conjunto de dados apresenta os micronutrientes,

macronutrientes, modos de preparo e grupo alimentar de cada alimento. A Figura 1 resume as

etapas da pesquisa, trazendo uma visão geral das etapas do processo de construção e avaliação

dos modelos preditivos explorados.

Os dados foram coletados a partir de planilha, contendo os dados de nutrientes e modos

de preparo de um total de 1 971 alimentos consumidos no Brasil. Foi realizada uma análise

preliminar das amostras presentes no conjunto de dados, a fim de entender sua estrutura e variá-

veis. Em seguida, o conjunto de dados passou pela etapa de pré-processamento, com o objetivo

de tratar valores faltantes, remover variáveis que não são de interesse para o estudo e padronizar

o domínio das variáveis.

Na etapa de treinamento, os modelos preditivos foram treinados usando o conjunto de

dados. Durante o treinamento, os modelos aprendem a relação entre as variáveis de entrada

(variáveis explicativas) e a variável de resposta (variável alvo). Foram realizados experimentos
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Figura 1 – Visão geral das etapas realizadas neste trabalho.

Fonte: Schena (2021).

com diferentes modelos de aprendizagem de máquina, incluindo árvores de decisão, random

forest e gradient boosting tree. Cada modelo foi avaliado usando parte do conjunto de dados,

previamente separados para teste, a fim de verificar sua capacidade de generalização para novas

amostras. Foram exploradas diferentes métricas de avaliação de modelos preditivos: acurácia,

revocação, precisão e F1-Score.
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2 FUNDAMENTAÇÃO TEÓRICA

Este capítulo revisa os conceitos fundamentais da pesquisa apresentada, detalhando o

conjunto de dados explorado e as técnicas de aprendizagem de máquina supervisionada, em

particular modelos preditivos de classificação. Também são apresentados detalhes sobre etapas

importantes do desenvolvimento e avaliação desses modelos, como o tratamento do desbalan-

ceamento de classes e a padronização dos dados.

2.1 TABELAS DE COMPOSIÇÃO NUTRICIONAL DE ALIMENTOS

As informações de uma tabela de composição de alimentos são pilares básicos para a

educação nutricional, o controle da qualidade dos alimentos e a avaliação da ingestão de nutri-

entes de indivíduos ou populações (UNICAMP, 2017). As Tabelas de Composição Nutricional

de Alimentos Consumidos no Brasil são fruto de uma parceria celebrada entre o Ministério da

Saúde e o Instituto Brasileiro de Geografia e Estatística. No estudo realizado a partir dessa

parceria, foram levantadas informações sobre os diferentes tipos de alimentos consumidos no

Brasil. Maiores informações sobre essa pesquisa podem ser consultadas em IBGE (2011).

As informações sobre a composição nutricional dos alimentos e seus modos de preparo

levam em conta a Tabela Brasileira de Composição de Alimentos (TACO), da Universidade

Estadual de Campinas (UNICAMP), como fonte principal de dados. No entanto, a TACO não

contempla todos os alimentos citados na pesquisa e diferentes preparações regionais. Foram

adotadas, portanto, nove fontes de dados para a compilação do conjunto de tabelas (IBGE,

2011).

Cada alimento foi analisado em uma porção de 100 gramas de parte comestível. Os

nutrientes de cada alimento possuem unidades de medidas diferentes: kcal (quilocaloria), g

(grama), mg (miligrama), mcg (micrograma).

IBGE (2011) menciona duas notas com relação aos valores das células. A primeira diz

a respeito a valores iguais a “0,00”, que representam valores abaixo do nível de quantificação

analisado. A segunda nota diz a respeito de células recebendo “-” (traço), representando valores

nutricionais ausentes.

2.2 MODELOS DE APRENDIZAGEM DE MÁQUINA

Aprendizagem de máquina é uma abordagem útil para aprender padrões complexos a par-

tir de dados e usar esses padrões para fazer predições sobre dados desconhecidos (HUYEN,
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2024). A área se divide em dois tipos principais: aprendizado supervisionado e não supervisio-

nado (FACELI et al., 2021).

O aprendizado supervisionado é caracterizado pela necessidade de treinar o modelo com

dados de entrada, juntamente com as saídas esperadas (HUYEN, 2024). Durante o treinamento,

o modelo aprende padrões que resultam nas saídas desejadas, ajustando seus parâmetros atra-

vés da comparação entre as previsões do modelo e os rótulos fornecidos. Neste contexto, os

rótulos de saída ganham a função de supervisor, orientando o processo de aprendizagem para

as respostas que o modelo deve aprender a prever.

Diferente do anterior, o aprendizado não supervisionado não necessita de um supervisor.

Ou seja, não são necessários dados rotulados para orientar a tarefa de aprendizagem. Neste caso,

a intenção é descobrir padrões ou estruturas subjacentes nos dados através da sua exploração. É

uma abordagem muito utilizada para extrair ideias, identificar agrupamentos naturais, reduzir a

dimensionalidade ou identificar características significativas (FACELI et al., 2021). Enquanto

o aprendizado supervisionado se ocupa de tarefas preditivas, o aprendizado não supervisionado

foca em tarefas descritivas.

A hierarquia clássica da aprendizagem de máquina é dividida em tarefas preditivas de

aprendizado supervisionado e tarefas descritivas de aprendizado não supervisionado. A Figura

2 ilustra essa forma hierárquica adotada e ainda apresenta as principais ramificações de cada

campo, sendo elas classificação e regressão, para o conjunto de tarefas preditivas, e agrupa-

mento, associação e sumarização, para o conjunto de tarefas descritivas.

Figura 2 – Hierarquia clássica de aprendizado.

Fonte: Faceli et al. (2021).
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Em geral, um modelo de aprendizado supervisionado se baseia em variáveis de entrada e

uma variável de saída. As entradas são conhecidas como variáveis explicativas do modelo, pela

sua capacidade de fornecer as informações que o modelo usa para identificar padrões e fazer

predições. A saída é conhecida como variável alvo, por representarem aquilo que o modelo

se propõe a predizer (HASTIE et al., 2009). Existe uma convenção quanto a nomenclatura

para os tipos de saída de um modelo de aprendizado supervisionado. Modelos de regressão

são caracterizados por trabalharem com saídas quantitativas enquanto modelos de classificação

operam com saídas qualitativas, comumente chamadas de categóricas (HASTIE et al., 2009).

2.2.1 Árvores de decisão

Árvore de decisão é um modelo de aprendizagem de máquina utilizado para tomar deci-

sões a partir de um conjunto de dados. O nome vem da forma como as decisões são estruturadas,

que é semelhante a uma árvore. Uma árvore de decisão pode ser reinterpretada como um con-

junto de regras, para facilitar a legibilidade (MITCHELL, 1997).

Uma árvore de decisão é composta por um nó raiz, nós internos, ramos e folhas. O nó raiz

consiste no ponto de partida da árvore, representando a primeira decisão a ser tomada com base

em uma variável. Os nós internos representam as decisões que levam a resultados ou subgrupos

de dados, podendo cada nó interno realizar uma pergunta ou avaliação de uma característica

específica do conjunto de dados. Ramos são os caminhos que conectam nós com outros nós

ou folhas, sendo um ramo uma decisão resultante de um nó. Por fim, folhas são as saídas

ou possíveis classes resultantes da árvore e, portanto, definem as decisões que a árvore pode

tomar (MITCHELL, 1997).

Figura 3 – Uma árvore de decisão para a tarefa de jogar tênis.

Fonte: Adaptado de Mitchell (1997).
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A Figura 3 apresenta a aplicação de uma árvore de decisão para prever se um jogo de

tênis deve ou não acontecer. A árvore usa possíveis condições climáticas do dia como variáveis

para a tomada de decisões. As classes possíveis são “sim” ou “não”. Em uma situação onde o

jogo de tênis deve acontecer no clima chuvoso, a configuração deste esquema em uma arvore

de decisão seria: se panorama está chuvoso e se vento está fraco então “sim”.

Existem diferentes algoritmos para construir a árvore de decisão a partir de um conjunto

de dados rotulados. Iterativamente, esses algoritmos selecionam uma das variáveis para compor

o nodo que será criado. Essa seleção se baseia em algum critério de qualidade, que mede quão

boa é cada variável na tarefa de dividir os dados. Um critério bastante adotado é o índice de

Gini (CERIANI; VERME, 2012). O critério deve medir quão bem a variável permite separar

os dados nos diferentes valores de classe existentes (HASTIE et al., 2009).

Árvore de decisão é uma técnica de aprendizagem de máquina muito popular, e muitos

fatores corroboram esse fato. A ideia de que cada decisão é feita em um nível é muito fácil

de interpretar, até mesmo por não especialistas na área. Além disso, árvores de decisão têm

a capacidade de processar o treinamento relativamente rápido quando comparadas com outros

modelos, sendo até mesmo capazes de lidar com dados desconhecidos no conjunto de treina-

mento. Outras vantagens da árvore de decisão estão na flexibilidade de aplicar a técnica tanto

em problemas de classificação como em problemas de regressão, além de sua facilidade de lidar

com dados categóricos e numéricos (MITCHELL, 1997).

As árvores de decisão têm algumas desvantagens importantes, como a tendência ao so-

breajuste (ou overfitting), especialmente quando a árvore cresce muito e se ajusta demais aos

dados de treinamento. Além disso, o modelo pode apresentar instabilidade, quando pequenas

variações nos dados podem gerar árvores completamente diferentes. Elas também podem fa-

vorecer atributos com muitos valores e têm limitações em capturar interações complexas entre

variáveis. Por essas razões, exigem otimização cuidadosa, com técnicas como poda e definição

de profundidade máxima para evitar sobreajuste. Para mitigar essas limitações, algoritmos deri-

vados, como o random forest, combinam várias árvores de decisão para melhorar a estabilidade

e a capacidade de generalização do modelo.

2.2.2 Random Forest

Modelos de random forest (ou florestas aleatórias) são uma combinação de várias árvores

de decisão, de modo que cada árvore depende dos valores de um vetor aleatório amostrado de

forma independente e com a mesma distribuição para todas as árvores da floresta (BREIMAN,

2001). Trata-se de um método de injeção aleatória que requer dois parâmetros: o número de
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árvores da floresta e o número de atributos a considerar para testes de decisão em cada nó da

árvore de decisão (FACELI et al., 2021).

Modelos de random forest têm como premissa melhorar o desempenho e robustez no

processo de classificação e regressão. O modelo utiliza combina várias árvores de decisão

para fazer predições mais precisas. Quando comparado com um modelo de árvore de decisão,

a combinação de vários classificadores em geral resulta no aumento da qualidade preditiva,

garantindo o random forest como modelo mais robusto (BREIMAN, 2001).

Uma das principais inovações inseridas no random forest foi o uso da técnica de bagging

para reduzir a variância de cada árvore na floresta. A ideia é explorar em cada árvore um

subconjunto aleatório dos dados de treinamento, com o intuito de produzir árvores diferentes.

Atrelado a isso, um subconjunto aleatório de variáveis é aplicado em cada nó da árvore para

determinar uma melhor divisão de uma árvore presente na floresta. A aplicação do conceito de

bagging e de subconjuntos de variáveis permitem que modelos de random forest sejam menos

suscetíveis a sobreajuste, quando comparados a árvores de decisão tradicionais (BREIMAN,

2001).

Uma característica interessante do random forest é sua capacidade de inferir a importância

das variáveis no processo de decisão. Isso pode ser feito calculando como o critério de divisão,

por exemplo o índice de Gini, se altera quando uma variável é utilizada para dividir nós em todas

as árvores da floresta. Variáveis que resultam em divisões com maior ganho de informação são

consideradas mais importantes (BREIMAN, 2001).

O modelo apresenta algumas limitações, como sua natureza de caixa-preta, que dificulta

a interpretação das decisões em comparação com modelos compostos por uma única árvore

de decisão. Além disso, esses modelos tendem a exigir altos custos computacionais, tanto no

tempo de treinamento quanto na inferência, especialmente em grandes conjuntos de dados.

2.2.3 Gradient Boosting Tree

Gradient boosting tree é uma técnica de aprendizagem de máquina para problemas de

regressão e classificação. A técnica é uma implementação específica de gradient boosting onde

o modelo base utilizado é árvore de decisão. A ideia central do gradient boosting é criar mo-

delos preditivos mais poderosos ao combinar diversos estimadores fracos, tipicamente árvores

de decisão. O conceito de construção é dito como ganancioso por ocorrer em etapas sucessi-

vas, onde cada novo estimador tenta corrigir os erros cometidos pelos estimadores anteriores,

ajustando-se rapidamente aos erros residuais da árvore anterior, o que torna o algoritmo rápido

e escalável (FRIEDMAN, 2001).
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O algoritmo gradient boosting começa com a inicialização de uma predição inicial para

o alvo. Iterativamente ajusta um novo estimador para os resíduos, que representam a diferença

entre as previsões atuais e os valores reais. Em seguida o modelo é atualizado com a soma do

novo estimador ao modelo existente, ponderado por uma taxa de aprendizado para controlar o

impacto de cada nova árvore. O processo é repetido até atingir um número máximo de iterações

ou um erro residual suficientemente pequeno (FRIEDMAN, 2001).

A principal inovação do gradient boosting foi a utilização do método de descida do gra-

diente para minimizar uma função de perda. A inovação veio ao aplicar o método no espaço

de funções, árvores de decisões, em vez de aplica-lá diretamente no espaço dos parâmetros,

otimizando o desempenho preditivo do modelo a cada nova etapa (FRIEDMAN, 2001).

A predição torna-se um problema de aproximação de funções. Em vez de tentar encontrar

uma solução diretamente, o modelo tenta aproximar a função alvo por meio de uma série de

melhorias iterativas. A função que representa a predição final é construída como uma soma de

funções individuais, cada uma ajustada para minimizar os erros residuais dos passos anteriores

(FRIEDMAN, 2001).

2.3 CONSTRUÇÃO DE MODELOS DE CLASSIFICAÇÃO

Para alcançar um bom desempenho preditivo e minimizar a ocorrência de problemas (in-

trodução de vieses, sobreajuste, etc.), alguns detalhes do processo de construção de modelos

preditivos merecem atenção. Esta seção apresenta métodos que devem ser adotados na constru-

ção e avaliação de modelos preditivos, em particular para tarefas de classificação.

2.3.1 Validação cruzada

A validação cruzada é uma técnica de aproveitamento dos dados, treinamento e validação

muito difundida. A técnica utiliza múltiplos subconjuntos de dados no processo de treinamento

e avaliação de modelos, evitando o problema de conjuntos enviesados no processo (HASTIE et

al., 2009).

Em sua variante chamada K-Fold Cross-Validation, ilustrada na Figura 4, o modelo é

dividido em K partes de tamanhos aproximadamente iguais. K−1 partes são destinadas para o

treinamento do modelo. A parte restante é usada para avaliar o modelo. Esse processo se repete

K vezes, alternando o conjunto de validação. Por fim, a média dos resultados dos K modelos

é usada como uma estimativa do desempenho final (HASTIE et al., 2009). A ideia do K-Fold

Cross-Validation tenta resolver um problema muito recorrente no desenvolvimento de modelos

preditivos, que é a escassez de dados de treinamento ou testes (HASTIE et al., 2009).
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Figura 4 – Avaliação e Seleção de Modelos.

Fonte: Adaptado de Hastie et al. (2009).

2.3.2 Balanceamento de classes

Um conjunto de dados é considerado desbalanceado quando as classes não estão igual-

mente representadas, existindo classes majoritariamente representadas ou minoritariamente re-

presentadas. Essa situação pode ser prejudicial para a construção do modelo preditivo, pois o

modelo pode favorecer a classe majoritária, criando predições tendenciosas. Para lidar com este

problema é necessário balancear os dados, deixando o número de amostras (aproximadamente)

igual para as diferentes classes.

O SMOTE (Synthetic Minority Over-sampling Technique) é uma técnica de balancea-

mento de dados do tipo sobre-amostragem, que aumenta o número de exemplos da classe mi-

noritária para equilibrar a proporção entre as classes. O SMOTE gera novos exemplos interpo-

lando entre os dados existentes, a fim de equilibrar a quantidade de amostras de cada classe sem

perder os dados existentes (CHAWLA et al., 2002).

É indicado realizar o balanceamento dos dados nos conjuntos de treinamento. É interes-

sante manter os conjuntos de testes desbalanceados ou na medida como ele foi separado dos

demais conjuntos. No mundo real é muito provável que os dados venham desbalanceados, as-

sim conjuntos de testes que não sofreram efeitos de uma técnica de balanceamento estão mais

representativos com relação aos dados reais.

2.3.3 Avaliação de modelos de classificação

Para avaliar modelos preditivos de classificação, os resultados da etapa de teste são com-

pilados e organizados na forma de uma matriz de confusão. Trata-se de uma estrutura usada

para medir o desempenho de um modelo de aprendizagem de máquina, em particular para ta-

refas de classificação. A palavra “confusão” em seu nome diz respeito à utilidade analítica

da matriz, que facilita a visualização das confusões (ou erros) que ocorrem nas predições do

modelo (KLEIN, 2024).
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Cada linha da matriz de confusão representa as instâncias de uma classe real e cada coluna

representa as instâncias de uma classe prevista (KLEIN, 2024). Para classificação binária (duas

classes), a matriz de confusão é representada por matriz de dimensões 2×2, conforme ilustrado

pela Figura 5. Pode-se perceber a disposição dos valores verdadeiro positivo (VP), falso positivo

(FP), falso negativo (FN) e verdadeiro negativo (VN) em cada célula da matriz, indicando os

acertos e erros cometidos pelo modelo.

Figura 5 – Exemplo de matriz de confusão para classificação binária.

Fonte: Adaptado de Narkhede (2024).

A partir da matriz de confusão é possível calcular métricas de desempenho, como acurá-

cia, precisão, revocação (recall) e F1-Score. A acurácia mede a proporção de predições corretas

em relação ao total de predições (RUSSELL; NORVIG, 2022). A acurácia nem sempre é uma

medida adequada de desempenho. Por exemplo, em um conjunto de 1000 amostras, onde 995

delas são negativas e somente 5 são positivas, a acurácia de um modelo que classifica todas

as amostras como negativas será de 99,5%, o que não reflete a qualidade do modelo (KLEIN,

2024). A forma de cálculo da acurácia é dada pela Equação 2.1.

Acurácia =
V P+V N

V P+V N +FP+FN
(2.1)

A precisão (Equação 2.2) mede quantas das predições positivas feitas pelo modelo são de

fato positivas (NARKHEDE, 2024). A revocação (Equação 2.3), por outro lado, mede quan-

tas das amostras positivas reais foram corretamente identificadas pelo modelo (NARKHEDE,

2024).

Precisão =
V P

V P+FP
(2.2)
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Revocação =
V P

V P+FN
(2.3)

Finalmente, a medida F1-Score é a média harmônica ponderada da precisão e da revoca-

ção. No F1-Score, a precisão e a revocação têm o mesmo grau de importância (FACELI et al.,

2021).

F1-Score = 2× Precisão×Revocação
Precisão+Revocação

(2.4)

2.4 TRABALHOS CORRELATOS

Esta seção apresenta a revisão da literatura e o levantamento de pesquisas que aplicam

modelos preditivos para classificar alimentos conforme sua composição de nutrientes. Ao final

desta etapa os trabalhos são comparados a fim de deixar evidente as particularidades e objetivos

de cada estudo.

Machine Learning models to predict micronutrient profile in food after processing

Naravane e Tagkopoulos (2023) desenvolveram um modelo preditivo capaz de estimar a

composição química de alimentos cozidos com base nos micronutrientes presentes no alimento

cru. Processos de transformação de alimentos, como fermentação, cozimento ou fervura, al-

teram a composição química de forma frequentemente imprevisível entre o estado bruto e o

estado final (NARAVANE; TAGKOPOULOS, 2023). Nesse contexto, o uso de aprendizagem

de máquina se apresenta como uma alternativa promissora para prever a composição nutricio-

nal dos alimentos devido à sua capacidade de identificar e aprender padrões complexos entre as

composições dos alimentos crus e cozidos a partir de dados experimentais.

Este trabalho utilizou como fonte de dados o repositório USDA National Nutrient Data-

base for Standard Reference Legacy release, distribuído pelo USDA (2022). Esse conjunto de

dados contém informações de 7 793 alimentos crus e cozidos para. Os autores selecionaram um

subconjunto de 840 alimentos. Esta escolha deve-se aos seguintes fatores: foram excluídos os

alimentos processados com vários ingredientes e processos de múltiplas etapas; foram incluídos

apenas alimentos processados a calor úmido (cozimento e vaporização) e seco (assar, grelhar,

grelhar). O conjunto de dados consiste em 27 componentes por alimento, incluindo vitaminas,

minerais, água e agregados de proteínas, carboidratos e gorduras totais. Dados como tempo de

cozimento, temperatura e teor de água não estavam disponíveis no conjunto de dados e foram

desconsiderados pelos autores.
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Para o treinamento, o número de componentes foi reduzido para 14 micronutrientes para

alimentos cozidos, utilizando fatores de retenção de base para sete vitaminas e sete minerais.

Modelos separados foram criados para processos úmidos e secos, mas não por processos es-

pecíficos devido à falta de dados. Todos os modelos usaram a composição do alimento cru

como entrada. O melhor modelo foi selecionado usando validação cruzada entre seis tipos de

algoritmos preditivos (MLP, LASSO, Elastic Net, Gradient Boost, Random Forest, Árvores de

decisão), com base no menor erro médio quadrático. Os resultados dos modelos foram compa-

rados com dois modelos de referência: um modelo ingênuo e um baseado em fatores de retenção

do USDA. O desempenho dos modelos foi avaliado em relação a métricas como RMSE, Coefi-

ciente de Correlação de Pearson e Coeficiente de Correlação de Rank de Spearman. A análise

foi realizada tanto para alimentos à base de plantas quanto para alimentos à base de animais.

A seleção final de 840 alimentos representa 10% do USDA National Nutrient Database

for Standard Reference Legacy release, com uma distribuição desigual de pares de dados por

categoria de alimentos. Foi identificada uma anomalia, onde o conteúdo de um micronutriente

estava mais presente no alimento cozido do que no cru em 50% dos pares, em média. Essa

anomalia foi mais severa para alimentos de origem animal. A escala melhora o desempenho do

modelo, com reduções significativas no RMSE para os modelos de calor seco e calor úmido. O

modelo preditivo supera em 43% e 18% o modelo de fator de retenção padrão do USDA para

processos de calor úmido e seco, respectivamente. O desempenho da previsão é melhor para

legumes e pior para cereais nas categorias de alimentos à base de plantas, e melhor para carne

bovina e pior para vitela nas categorias de alimentos à base de animais. Há uma alta variabi-

lidade nas principais características preditivas, sem uma ordem de importância consistente em

todos os modelos de previsão.

Application of machine learning for estimating label nutrients using USDA Global Bran-

ded Food Products Database (BFPD)

Ma et al. (2021) usaram o USDA Global Branded Food Products Database (BFPD) para

avaliar diferentes modelos de aprendizagem de máquina com o intuito de estimar 3 dos 13

nutrientes listados nos rótulos dos alimentos do BFPD, sendo carboidratos, proteína e sódio.

Esses nutrientes foram selecionados devido à diversidade nos alimentos, buscando entender a

relação entre os ingredientes dos alimentos e sua composição nutricional.

Foram adotados 5 modelos de aprendizagem de máquina: Adaboost, Bayesian Ridge, Li-

near Support Vector Machine, Multi-layer Perceptron e uma variante de classificação-regressão

do MLP. Os modelos foram avaliados utilizando coeficiente de determinação, coeficiente de

correlação de Pearson, coeficiente de correlação de Spearman e regressão RANSAC. Também
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foi realizada uma análise de sensibilidade para determinar o impacto de cada tipo de ingrediente

nos nutrientes previstos. A visualização dos resultados foi feita utilizando a técnica t-SNE.

Os resultados mostraram que os modelos de MLP apresentaram a cobertura mais equili-

brada e ampla, indicando maior precisão em comparação com os outros métodos. Além disso,

a precisão da previsão foi melhorada significativamente ao aplicar redes neurais, especialmente

para carboidratos. As visualizações dos resultados através de gráficos e diagramas demonstra-

ram a consistência desses achados. Exemplos de sucesso e falha na predição foram apresen-

tados, destacando a viabilidade do método para produtos como refrigerantes e lanches, onde

o modelo determinou com precisão a diferença no teor de carboidratos com base na lista de

ingredientes. Produtos como condimentos apresentaram resultados menos satisfatórios. A con-

tribuição dos ingredientes para a previsão dos nutrientes foi analisada, revelando quais deles

têm maior influência na determinação dos valores nutricionais. Apesar das descobertas, foram

discutidas possíveis limitações do estudo, como distribuição desigual dos valores rotulados e

falta de dados sobre proporções de ingredientes o que, possivelmente, comprometeu o resultado

de alguns experimentos.

Comparação com os trabalhos correlatos

Este trabalho tem como objetivo a análise e classificação dos alimentos em seus grupos

alimentares, tendo como variáveis os nutrientes e modos de preparo de cada alimento. Ma

et al. (2021) e Naravane e Tagkopoulos (2023) aplicam modelos de regressão em situações

mais específicas, como a variação na composição química dos alimentos quando submetidos a

processos variados, ou a estimação de nutrientes específicos na composição do alimento.

Outra diferença entre os trabalhos correlatos e esta pesquisa reside nas fontes de dados

adotadas. Este trabalho explora uma fonte de dados brasileira, elaborada pelo IBGE, muito

popular para a consulta de alimentos consumidos em território nacional. Os outros trabalhos

também utilizam fontes de dados conceituadas, mantidas pela USDA. Uma delas foca em refe-

rência padrão de nutrientes, e a outra em produtos alimentícios de marca global.

Todos os trabalhos apresentam boa diversidade de modelos de aprendizagem de máquina,

incluindo métodos preditivos clássicos, como árvores de decisão e redes neurais. Este trabalho

explora uma tarefa de classificação e, portanto, adota métodos preditivos para esse tipo de tarefa.

Os demais, por outro lado, se baseiam em tarefas de regressão. Além disso, este trabalho

centralizou a sua pesquisa em modelos baseados em árvores de decisão, explorando técnicas

mais sofisticadas que usam esses modelos como preditores internos. Os trabalhos de “Machine

Learning models to predict micronutrient profile in food after processing” e “Application of

machine learning for estimating label nutrients using USDA Global Branded Food Products
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Database (BFPD)” diversificam sua exploração, adotando métodos de regressão de natureza

diversa.
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3 DESENVOLVIMENTO

A proposta deste trabalho é classificar alimentos em seus grupos alimentares, por meio de

modelos de aprendizagem de máquina baseados nos nutrientes e modos de preparo dos alimen-

tos. Este capítulo detalha a metodologia adotada e os resultados obtidos.

A implementação dos algoritmos utilizados para a coleta de dados, pré-processamento

dos dados e aprendizado dos modelos preditivos foi feita no ambiente do Google Colabs, cujo

o acesso foi realizado via navegador web.

“O Colab é um serviço hospedado do Jupyter Notebook que não requer configuração para

ser usado e fornece acesso gratuito a recursos de computação, incluindo GPUs e TPUs. O Colab

é especialmente adequado para aprendizado de máquina, ciência de dados e educação” (COLA-

BORATORY, 2024). O ambiente Jupyter Notebook hospedado no Google Colab recebeu as

seguintes configurações.

• Acelerador de hardware CPU;

• Sistema operacional Linux versão Ubuntu 22.04.3 LTS;

• Memória física (RAM) de 12 GiB;

• Memória de armazenamento com 108 GiB de espaço;

• Processador Intel(R) Xeon(R) CPU @ 2.20GHz, 2200.232 Mhz, 2 Núcleos, 4 Processa-

dores Lógicos.

As informações sobre hardware e sistemas operacionais do Google Colabs podem variar

com o tempo (COLABORATORY, 2024). Os dados referentes as configuração do ambiente de

execução do Google Colabs foram coletados no dia 29 de outubro de 2024, às 13:37, horário da

última execução do ambiente.

O acesso a máquina virtual do Google Colabs foi realizado via navegador web Microsoft

Edge versão 130.0.2849.56 de 64 bits. O navegador foi instalado em um notebook da marca

Samsung o qual a seguir é descrito suas configurações.

• Processador 11th Gen Intel(R) Core(TM) i5-1135G7 @ 2.40GHz 2.42 GHz, 2667 MHz,

4 Núcleos, 8 Processadores Lógicos;

• Sistema operacional Windows 11 Home Single Language;

• Memória Física (RAM) instalada 8,00 GB;

• HD SSD Modelo Samsung MZVLQ256HAJD-000.
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Foi utilizado a linguagem Python versão 3.10.12 para o desenvolvimento dos algoritmos

associados ao trabalho. A Tabela 1 referência as bibliotecas utilizadas no desenvolvimento dos

algoritmos.

Tabela 1 – Bibliotecas utilizadas no trabalho e suas versões.

Biblioteca Versão
Pandas 2.2.2
Scikit-learn 1.5.2
Imbalanced-learn 0.12.4
Matplotlib 3.7.1
Plotly 5.24.1
Numby 1.26.4

Fonte: Elaborado pelo autor (2024).

3.1 COLETA E PREPARAÇÃO DOS DADOS

Os dados são oriundos das Tabelas de Composição Nutricional de Alimentos Consumidos

no Brasil, e obtidos da Tabela de Taco em Excel Grátis (JONATAS, 2024). Essa tabela separa

os alimentos em 19 grupos alimentares: cereais e leguminosas; óleos e gorduras; pescados e

frutos do mar; carnes e vísceras; laticínios; bebidas alcoólicas; aves e ovos; açúcares e produtos

de confeitaria; miscelâneas; carnes industrializadas; sais e condimentos; hortaliças tuberosas;

farinhas, féculas e massas; cocos, castanhas e nozes; hortaliças folhosas, frutosas e outras;

frutas; enlatados e conservas; panificados; bebidas não alcoólicas e infusões.

Além disso, a tabela apresenta as informações de nutrientes (36 colunas), energia, código

do alimento, descrição do alimento, e o código do modo de preparo. Para este último, são

definidos vários modos diferentes de preparo: cru(a); cozido(a); grelhado(a)/brasa/churrasco;

assado(a); refogado(a); ensopado; mingau; sopa; frito(a); molho vermelho; molho branco; ao

alho e óleo; com manteiga/óleo; empanado(a)/à milanesa; ao vinagrete; não se aplica.

O conjunto de dados apresenta alimentos (e seus dados) organizados em quatro tabelas

independentes. Logo, os dados precisam ser mesclados para formar um conjunto de dados

único. Detalhes do processo de mesclagem são apresentados no Apêndice A.

3.2 PRÉ-PROCESSAMENTO DOS DADOS

Grus (2016) alerta para a necessidade e importância do pré-processamento dos dados.

Segundo ele, a conversão de tipos, tratamento de valores ausentes, outliers e dados inválidos

são tarefas frequentes na preparação dos dados para exploração. Por diferentes razões, a ne-
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gligência do pré-processamento é capaz de comprometer o desempenho de um algoritmo de

aprendizagem de máquina. As técnicas de pré-processamento tendem a varrer o conjunto de

dados, removendo valores incorretos, inconsistentes, duplicados ou ausentes. Em aprendiza-

gem de máquina, o intuito do pré processamento é melhorar a qualidade dos dados para o

modelo preditivo (FACELI et al., 2021).

Os dados foram pré-processados visando criar uma fonte de dados adequada para os mo-

delos preditivos. Para cumprir este objetivo, foram executadas diferentes tarefas. Além de

organizar os dados de modo a facilitar a construção de modelos preditivos, dados incorretos ou

inválidos foram tratados, o domínio de algumas variáveis foi transformado, variáveis numéricas

foram normalizadas, e variáveis que não eram de interesse foram filtradas.

No conjunto de dados, valores iguais a zero indicam valores abaixo dos limites de quanti-

ficação. Valores representados por “-” (traço) representam valores nutricionais ausentes ou não

disponíveis” (IBGE, 2011). Os valores abaixo dos limite de quantificação e valores nutricionais

ausentes ou indisponíveis foram tratados como zero no processo de preparação do conjunto de

dados.

As variáveis “Código do alimento”, “Descrição do alimento” e “Descrição da preparação”

foram removidas do conjunto de dados por não serem relevantes para a predição, podendo

introduzir vieses no modelo ou aumentar sua complexidade sem agregar valor preditivo. Essas

colunas são redundantes em relação aos dados numéricos, desviando o foco do modelo das

características mais importantes, como os micro e macronutrientes. A coluna de código da

preparação foi mantida no dataframe pela possibilidade da forma de preparo influenciar na

composição de seus nutrientes.

Foi percebido que 1 117 amostras são redundantes, pois apresentam repetição na confi-

guração de nutrientes, diferindo somente no modo de preparo. Foram removidas repetições. A

Figura 6 mostra a quantidade e o percentual dos dados removidos, para cada grupo alimentar.

A normalização das variáveis foi feita usando a classe StandardScaler da biblioteca

Scikit-learn. A classe aplica os princípios da técnica Z-Score Scalling, transformando os dados

para que cada variável tenha média 0 e desvio padrão 1. Os únicos valores que foram ignorados

neste processo de normalização foram os valores presentes na coluna "Grupo Alimentar", por

representarem a variável alvo. A Figura 5 demonstra o algoritmo responsável pela normali-

zação das variáveis explicativas. A justificativa está nas diferentes unidades de medidas (com

diferentes ordens de grandeza, por consequência) adotadas pelo conjunto de dados. O uso da

técnica Z-Score Scalling busca garantir que as variáveis contribuam de forma proporcional aos

modelos.
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Figura 6 – Quantidade de alimentos duplicados por grupo.

Fonte: Elaborado pelo autor (2024).

Figura 7 – Algoritmo de normalização das variáveis explicativas.

Algoritmo 1: Algoritmo de padronização dos dados numéricos
Result: Dataframe escalonado com os valores numéricos normalizados

1 df← dataframe do modelo preditivo;
2 scaler← StandardScaler();
3 df_scaled← scaler.fit_transform(df[df.colunas.difference([’Grupo Alimentar’])]);
4 df_scaled← DataFrame(df_scaled, colunas=df.colunas.difference([’Grupo

Alimentar’]));
5 df_scaled← concatenar([df_scaled, df[’Grupo Alimentar’]], axis=’colunas’);

Fonte: Elaborado pelo autor (2024).
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Como resultado da etapa de pré-processamento, foi produzido um novo conjunto de da-

dos com um total de 812 amostras. Trata-se de uma redução de 58,8% das amostras originais.

A Tabela 2 apresenta a quantidade de amostras restantes por grupo alimentar.

Tabela 2 – Quantidade de amostras por grupo alimentar.

Grupo Alimentar Quantidade de amostras
Cereais e leguminosas 19
Hortaliças tuberosas 30
Farinhas, féculas e massas 35
Cocos, castanhas e nozes 17
Hortaliças folhosas, frutosas e outras 82
Frutas 61
Açúcares e produtos de confeitaria 74
Sais e condimentos 20
Carnes e vísceras 73
Pescados e frutos do mar 29
Enlatados e conservas 30
Aves e ovos 48
Laticínios 51
Panificados 56
Carnes industrializadas 27
Bebidas não alcoólicas e infusões 23
Bebidas alcoólicas 13
Óleos e gorduras 5
Miscelâneas 119

Fonte: Elaborado pelo autor (2024).

3.3 BALANCEAMENTO DE CLASSES

A distribuição desigual das amostras entre os grupos alimentares resultou na necessidade

de balancear os dados. A Figura 8 mostra a quantidade de amostras por grupo alimentar, eviden-

ciando a disparidade entre os diferentes grupos. O balanceamento tem por objetivo equilibrar a

quantidade de amostras nas diferentes classes, a fim de evitar que os modelos fiquem tendencio-

sos, e favoreçam as classes mais predominantes, i.e. com maior número de amostras, chamadas

classes majoritárias.

Para essa tarefa, foi adotado o método de balanceamento de dados SMOTE, disponi-

bilizado pela biblioteca imbalanced-learn. O algoritmo foi configurado com o parâmetro

k_neighbors igual a 4, devido ao fato do grupo alimentar "Óleos e gorduras"possuía ape-

nas 5 amostras, necessitando de maior cautela na criação de vizinhos sintéticos. O conjunto de
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Figura 8 – Quantidade de alimentos por grupo alimentar no conjunto de dados de treinamento.

Fonte: Elaborado pelo autor (2024).

dados passou a ter um total de 2 261 amostras, resultando em 119 amostras para cada grupo

alimentar.

3.4 CONSTRUÇÃO E AVALIAÇÃO DOS MODELOS PREDITIVOS

Nesta seção é apresentado o processo de construção dos modelos preditivos para a classi-

ficação dos alimentos. Foram aplicados três modelos de aprendizagem de máquina: árvore de

decisão, random forest e gradient boosting tree. Para os experimentos, foi definida a profun-

didade máxima de 10 níveis para a construção das árvores de decisão nos três modelos, assim

como foi considerado como duas amostras mínimas necessárias para dividir um nó interno, e

pelo menos uma amostra para estar no nó folha, com o objetivo de evitar sobreajuste. O ín-

dice de Gini foi adotado como critério de divisão de nós pelos modelos de árvore de decisão e

random forest. Já o gradient boosting tree usou a variação do erro quadrático médio proposta

por Friedman (2001). Os modelos foram construídos utilizando os métodos presente na bibli-

oteca Scikit-learn, onde o método DecisionTreeClassifier trata de construir modelos de

árvore de decisão, RandomForestClassifier é utilizado na criação de modelos random forest

e GradientBoostingClassifier cria um modelo de gradient boosting tree.

Foi configurado o método de validação cruzada KFold com cinco divisões (i.e. k = 5), o

que permite dividir o conjunto de dados balanceado em cinco partes, adotando cada uma delas

como conjunto de validação em cada uma das k iterações do experimento. Levando em conta o

número de iterações estabelecido para a técnica de validação cruzada, foi capturada a acurácia



33

de cada iteração, bem como a acurácia média do experimento, a qual é usada para avaliação e

comparação dos modelos.

As métricas de precisão, revocação e F1-Score de todos os modelos foram calculadas

utilizando o método classification_report. Esse método também retorna as métricas de

acurácia, média macro e média ponderada da predição. Os resultados do relatório estão arre-

dondados para duas casas decimais, o que permite a análise criteriosa dos desempenhos dos

modelos preditivos.

Para todos os modelos foi criada uma matriz de confusão, para uma análise mais deta-

lhada dos resultados preditivos. A matriz de confusão apresenta os erros e acertos do modelo.

No caso das matrizes geradas neste estudo,são apresentados os valores em uma escala real [0,1],

indicando o percentual das amostras classificadas corretamente (ou, analogamente, de maneira

incorreta) pelo modelo. Além disso, as células da matriz são coloridas para facilitar sua aná-

lise e interpretação. Tonalidades mais fortes da cor azul indicam valores mais próximos de 0,

enquanto tonalidades mais claras indicam valores mais próximos de 1.

O Algoritmo 2 resume o processo de treinamento e avaliação dos modelos propostos,

incluindo a divisão dos dados, a construção (ou treinamento) do modelo usando validação cru-

zada, a geração de métricas e avaliação do desempenho preditivo.

O processo de validação do modelo de árvore de decisão obteve os seguintes valores

aproximados de acurácia em cada iteração: 82,33%, 81,63%, 80,30%, 82,07%, 83,84%. O

modelo apresentou acurácia média de 82,04% de média sobre suas acurácias, o resultado pode

ser considerado satisfatório quando considerado o problema trabalhado neste experimento e

a simplicidade do modelo de árvore com relação aos demais modelos, i.e. random forest e

gradient boosting tree. Contudo, o modelo errou em 17,96% ao classificar os alimentos em

seus grupos alimentares.

A Tabela 3 apresenta os valores das métricas de precisão, revocação e F1-Score para cada

classe (i.e. grupo alimentar), bem como a acurácia média obtida pelo modelo de árvore de deci-

são. No geral, os valores obtidos pelas métricas estão de acordo com o valor médio de acurácia

obtido pelo modelo de árvore de decisão. Os melhores resultados estão relacionados às classes

bebidas alcoólicas (92% de precisão, 97% revocação, 95% de F1-Score), hortaliças tuberosas

(97% para todas as métricas), carnes industrializadas (95% de precisão, 92% revocação, 93%

de F1-Score), pescados e frutos do mar (94% de precisão, 97% revocação, 95% de F1-Score) e

óleos e gorduras (100% para todas as métricas). Apesar de ter obtido bons resultados, o modelo

de árvore encontrou dificuldades em classificar os alimentos nas classes enlatados e conservas

(56% de precisão, 75% revocação, 64% de F1-Score), miscelâneas (50% de precisão, 45%

revocação, 48% de F1-Score), açúcares e produtos de confeitaria (69% de precisão, 73% revo-
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Algoritmo 2: Validação cruzada com K-Fold e análise de desempenho do modelo.
Entrada: Modelo de aprendizado de máquina (modelo),

Dados balanceados: x_balanceado, y_balanceado,
Número de divisões: n_splits = 5,
Semente para reprodutibilidade: random_state.

Saída : Métricas de desempenho, relatório de classificação, e matriz de confusão.

1 Configuração da validação cruzada K-Fold:
2 k f ←

KFold(n_splits=5, shuffle=True, random_state=reprodutibilidade)

3 Previsões utilizando validação cruzada:
4 y_pred←

cross_val_predict(modelo, x_balanceado, y_balanceado, cv=kf)

5 Cálculo das acurácias por fold:
6 medias← cross_val_score(
7 modelo, x_balanceado, y_balanceado, cv=kf, scoring=’accuracy’
8 )

9 Resultados:
10 print("Acurácia de cada fold: ", medias)
11 print("Média de acurácia: ", medias.mean())

12 Relatório de classificação:
13 print(classification_report(y_balanceado, y_pred))

14 Matriz de confusão:
15 ConfusionMatrixDisplay.from_predictions(
16 y_balanceado, y_pred, normalize=’true’, cmap=’Blues’,
17 )

18 Treinamento do modelo:
19 modelo.fit(x_balanceado, y_balanceado)

cação, 71% de F1-Score), farinhas, féculas e massas (70% de precisão, 68% revocação, 69%

de F1-Score) e sais e condimentos (71% em todas as métricas).

A matriz de confusão do modelo de árvore de decisão, apresentada pela Figura 9, indica

os erros cometidos pelo modelo na tarefa preditiva. As predições para a classe miscelâneas

chamam atenção, pois apenas 45% dessas amostras foram corretamente classificadas. Cerca

de 10% (valor igual a 0.1 na escala adotada pela matriz) dos alimentos dessa classe foram

classificados como enlatados e conservas, e as outras 45% das amostras foram classificadas,

em porções menores que 10%, entre as demais classes. As predições para a classe pescados e

frutos do mar se destacam, pois 97% das amostras foram corretamente classificadas. A matriz

de confusão mostra que os erros foram cometidos classificando algumas (poucas) amostras

nas classes aves e ovos e carnes e vísceras. A concentração de valores ao longo da diagonal

principal da matriz indica que os alimentos foram classificados corretamente em seus grupos



35

Tabela 3 – Relatório de classificação do modelo de arvore de decisão.

Grupo alimentar (classe) Precisão Revocação F1-Score

Aves e ovos 90% 88% 89%
Açúcares e produtos de confeitaria 69% 73% 71%
Bebidas alcoólicas 92% 97% 95%
Bebidas não alcoólicas e infusões 82% 86% 84%
Carnes e vísceras 86% 86% 86%
Carnes industrializadas 95% 92% 93%
Cereais e leguminosas 88% 82% 85%
Cocos, castanhas e nozes 86% 89% 88%
Enlatados e conservas 56% 75% 64%
Farinhas, féculas e massas 70% 68% 69%
Frutas 82% 78% 80%
Hortaliças folhosas, frutosas e outras 84% 77% 80%
Hortaliças tuberosas 97% 97% 97%
Laticínios 89% 78% 83%
Miscelâneas 50% 45% 48%
Panificados 86% 80% 83%
Pescados e frutos do mar 94% 97% 95%
Sais e condimentos 71% 71% 71%
Óleos e gorduras 100% 100% 100%

Acurácia média 82,04%

Fonte: Elaborado pelo autor (2024).

alimentares na maioria dos casos. No entanto, algumas confusões específicas entre as classes

destacam a dificuldade do modelo.

A acurácia média obtida pelo modelo random forest foi de 91,86%, resultado das acu-

rácias individuais de 93,59%; 91,15%; 89,60%; 92,69%; 92,25% a cada iteração da validação

cruzada. Os valores de acurácia do modelo random forest foram superiores ao modelo de ár-

vore de decisão. Apesar do bom desempenho, o modelo random forest falhou em 8,14% das

predições. A Tabela 4 apresenta os resultados das métricas de precisão, revocação, e F1-Score

do modelo random forest. O modelo atingiu precisão máxima (i.e. 100%) em três classes: aves

e ovos (100% de precisão, 97% de revocação, 98%); pescados e frutos do mar (98% de preci-

são, 100% de revocação e 99% de F1-Score); óleos e gorduras (100% para as três métricas).

O modelo atingiu resultados satisfatórios em vários cenários, existindo somente um caso com

precisão inferior a 80%: para a classe miscelâneas o modelo obteve 79% de precisão, 61% de

revocação e 69% de F1-Score.

A matriz de confusão do modelo random forest, apresentada na Figura 10, mostra um

desempenho superior ao modelo anterior para a maioria das classes alimentares. A predomi-
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Figura 9 – Matriz de confusão do modelo de árvore de decisão.

Fonte: Elaborado pelo autor (2024).

nância de valores ao longo da diagonal principal evidencia a eficácia do modelo na tarefa de

classificação dos alimentos. O modelo apresentou desempenho expressivo nas classes hortali-

ças tuberosas, cocos, castanhas e nozes e carnes industrializadas, com taxas de acerto acima

de 98%. A classe enlatados e conservas teve taxas elevadas de confusão com as classes misce-

lâneas (4,2%), sais e condimentos (4,2%) e carnes industrializadas (2,5%).

O modelo gradient boosting tree apresentou as seguintes acurácias a cada iteração do

processo de validação cruzada: 86,97%; 86,50%; 85,17%; 86,28%; 88,49%. A acurácia média

apresentada pelo modelo foi de 86,68%. Em comparação com os outros modelos, é uma média

maior que a acurácia do modelo de árvore de decisão, porém menor que a apresentada pelo
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Tabela 4 – Relatório de classificação do modelo random forest.

Grupo alimentar (classe) Precisão Revocação F1-Score

Aves e ovos 100% 97% 98%
Açúcares e produtos de confeitaria 85% 78% 81%
Bebidas alcoólicas 93% 98% 96%
Bebidas não alcoólicas e infusões 95% 93% 94%
Carnes e vísceras 97% 97% 97%
Carnes industrializadas 96% 98% 97%
Cereais e leguminosas 94% 97% 96%
Cocos, castanhas e nozes 88% 98% 93%
Enlatados e conservas 86% 86% 86%
Farinhas, féculas e massas 91% 88% 90%
Frutas 81% 91% 86%
Hortaliças folhosas, frutosas e outras 93% 92% 92%
Hortaliças tuberosas 97% 99% 98%
Laticínios 90% 95% 93%
Miscelâneas 79% 61% 69%
Panificados 90% 88% 89%
Pescados e frutos do mar 98% 100% 99%
Sais e condimentos 90% 88% 89%
Óleos e gorduras 100% 100% 100%

Acurácia média 91,86%

Fonte: Elaborado pelo autor (2024).

modelo random forest. A Tabela 5 apresenta as métricas de precisão, revocação e F1-Score

do modelo gradient boosting tree. As classes óleos e gorduras (100% em todas as métricas),

carnes industrializadas (96% precisão, 94% revocação, 95% F1-Score), pescados e frutos do

mar (95% em todas as métricas) e carnes e vísceras (96% precisão, 91% revocação, 93% F1-

Score) apresentaram valores de precisão próximos ou iguais a 100%. O modelo apresentou

dificuldades em predizer os alimentos da classe miscelâneas (49% de precisão, de revocação

70%, de F1-Score 57%) e sais e condimentos (81% precisão, 79% revocação, 80% F1-Score).

A matriz de confusão do modelo gradient boosting tree (Figura 11) reforça o desempenho

satisfatório do modelo e os erros do modelo em classificar alguns alimentos, como a confusão

entre as classes panificados e farinha, féculas e massas, indicando que esses grupos alimentares

possuem características semelhantes. A classe miscelâneas foi a que apresentou mais confusão,

onde 30% de suas amostras foram classificadas entre as demais classes do modelo.

A dificuldade geral dos três modelos em classificar corretamente os alimentos da classe

miscelâneas pode ser atribuída à ampla diversidade de alimentos presentes nesta categoria, os

quais possuem características nutricionais bastante heterogêneas. Esta variedade aumenta a
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Figura 10 – Matriz de confusão do modelo random forest.

Fonte: Elaborado pelo autor (2024).

probabilidade de erros por parte dos modelos, levando à classificação equivocada dos alimentos

em classes às quais não pertencem.

A Figura 12 apresenta a importância de cada variável no processo de predição do modelo

random forest. A importância de cada variável foi estimada usando os critérios de divisão de

nós em cada modelo preditivo. Foram gerados gráficos similares para os modelos de árvore

de decisão e gradient boosting tree, mas omitidos neste trabalho por apresentarem conclusões

similares.

As cinco variáveis mais importantes na tomada de decisão do modelo Random Forest

foram energia, sódio, carboidrato, lipídios totais e fibra alimentar total. As variáveis mais
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Tabela 5 – Relatório de classificação do modelo gradient boosting tree.

Grupo alimentar (classe) Precisão Revocação F1-Score

Aves e ovos 93% 96% 94%
Açúcares e produtos de confeitaria 83% 73% 78%
Bebidas alcoólicas 93% 93% 93%
Bebidas não alcoólicas e infusões 91% 89% 90%
Carnes e vísceras 96% 91% 93%
Carnes industrializadas 96% 94% 95%
Cereais e leguminosas 94% 90% 92%
Cocos, castanhas e nozes 83% 84% 83%
Enlatados e conservas 85% 87% 86%
Farinhas, féculas e massas 86% 73% 79%
Frutas 80% 82% 81%
Hortaliças folhosas, frutosas e outras 86% 82% 84%
Hortaliças tuberosas 93% 96% 94%
Laticínios 91% 89% 90%
Miscelâneas 49% 70% 57%
Panificados 89% 84% 87%
Pescados e frutos do mar 95% 95% 95%
Sais e condimentos 81% 79% 80%
Óleos e gorduras 100% 100% 100%

Acurácia média 86,68%

Fonte: Elaborado pelo autor (2024).

importantes para as decisões do modelo de árvore de decisão são: sódio, carboidrato, lipídios

totais, proteína, magnésio. O modelo gradient boosting tree considerou as seguintes variáveis

como as mais importantes: energia, lipídios totais, sódio, fibra alimentar total, carboidrato. O

modelo de árvore de decisão foi o único que não usou algumas variáveis no processo preditivo,

sendo elas sódio de adição, ag linolênico, colesterol, vitamina D e niacina.

A presença consistente das variáveis sódio, carboidrato, lipídios totais, energia e fibra

alimentar total entre as variáveis mais relevantes para os três modelos sugere que essas variáveis

desempenham um papel fundamental na discriminação dos alimentos e na determinação de

seus grupos alimentares. A menor quantidade de variáveis utilizadas pelo modelo de árvore de

decisão reflete a simplicidade do modelo quando comparado com os modelos de random forest

e gradient boosting tree.

Os modelos de árvore de decisão, random forest e gradient boosting tree apresentaram

desempenhos satisfatórios para a classificação dos alimentos. Entre eles, o modelo que obteve

o melhor desempenho foi o random forest, com quase 92% de acurácia média. A Figura 13

compara o desempenho dos modelos preditivos neste experimento em um gráfico de linha, onde
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Figura 11 – Matriz de confusão do modelo gradient boosting tree.

Fonte: Elaborado pelo autor (2024).

na vertical está a acurácia obtida por cada modelo, e na horizontal está o subconjunto de dados

usado para teste no processo de validação cruzada. O modelo random forest foi superior em

todas as iterações do processo de validação cruzada, enquanto o modelo de árvore de decisão

teve, também de forma consistente, o pior desempenho.
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Figura 12 – Gráfico de grau de importância de cada variável no modelo Random Forest.

Fonte: Elaborado pelo autor (2024).

Figura 13 – Desempenho dos modelos preditivos.

Fonte: Elaborado pelo autor (2024).
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4 CONSIDERAÇÕES FINAIS

Diante das exigências crescentes de conhecimento sobre nutrição e da importância da ali-

mentação para a promoção da saúde e prevenção de doenças crônicas, este trabalho demonstrou

a possibilidade de explorar modelos preditivos para classificar alimentos em seus grupos ali-

mentares, usando as características de cada alimento e seus modos de preparo como variáveis

para esta tarefa. São descritas as vantagens de adotar essa tecnologia e as dificuldades encon-

tradas na obtenção dos dados. No geral os resultados foram satisfatórios, com desempenhos

expressivos apresentados por três diferentes modelos de classificação baseados em árvores. Foi

possível identificar o modelo de maior qualidade e analisar as dificuldades de cada abordagem.

Foram adotados os modelos de árvore de decisão, random forest e gradient boosting tree.

Trata-se de modelos supervisionados de aprendizagem de máquina, dada a natureza preditiva da

tarefa. O modelo random forest mostrou-se mais adequado para lidar com o conjunto de dados

oriundo das Tabelas de Composição Nutricional de Alimentos Consumidos no Brasil. O modelo

apresentou uma acurácia média de quase 91,86%, enquanto os outros modelos apresentaram

acurácias médias de 82,04% (árvore de decisão) e 86,68% (gradient boosting tree).

Este trabalho oferece diretrizes importantes para a aplicação de modelos de aprendizagem

de máquina em tarefas preditivas de classificação. Foram descritos os procedimentos para coleta

e o pré-processamento dos dados, o balanceamento de classes, a aplicação de validação cruzada,

a avaliação dos modelos preditivos e a análise da importância das variáveis. Os resultados

dessa análise indicaram que variáveis como energia, sódio, carboidrato, lipídios totais e fibra

alimentar total desempenharam papeis preponderantes na classificação, sendo destacadas como

relevantes em todos os modelos.

Trabalhos Futuros

Como direções futuras desta pesquisa, pretende-se explorar a configuração dos hiperpa-

râmetros dos modelos explorados. Técnicas como busca aleatória (BERGSTRA; BENGIO,

2012) permitem automatizar o processo de busca pelos melhores valores dos hiperparâmetros,

o que pode melhorar o desempenho preditivo dos modelos. Em particular, o modelo gradient

boosting tree é sensível aos valores dos seus hiperparâmetros, podendo apresentar um melhor

desempenho após seu ajuste.

Além disso, recomenda-se a experimentação de outros modelos de aprendizado de má-

quina, especialmente baseados em redes neurais, como redes MLP (Multi-Layer Perceptron).

Esses modelos têm potencial para capturar interações não-lineares entre as variáveis, o que pode

ser eficaz para a classificação de dados de alta dimensionalidade.



43

REFERÊNCIAS

BERGSTRA, J.; BENGIO, Y. Random search for hyper-parameter optimization. Journal of
machine learning research, v. 13, n. 2, 2012.

BREIMAN, L. Random forests. Machine learning, Springer, v. 45, p. 5–32, 2001.

CERIANI, L.; VERME, P. The origins of the gini index: extracts from variabilità e mutabilità
(1912) by corrado gini. The Journal of Economic Inequality, Springer, v. 10, p. 421–443,
2012.

CHAWLA, N.; BOWYER, K.; HALL, L. O.; KEGELMEYER, W. P. Smote: Synthetic
minority over-sampling technique. ArXiv, abs/1106.1813, 2002. Disponível em:
<https://api.semanticscholar.org/CorpusID:1554582>.

COLABORATORY, G. Termos de Serviço do Google Colaboratory. 2024. <https:
//research.google.com/colaboratory/intl/pt-BR/tos_v5.html>. Acesso em: 29 out. 2024.

FACELI, K.; LORENA, A. C.; GAMA, J.; ALMEIDA, T. A. d.; CARVALHO, A. C. P. d. L.
F. d. Inteligência Artificial–uma abordagem de aprendizado de máquina. [S.l.]: Grupo
GEN, 2021.

FEDERAÇÃO DAS INDÚSTRIAS DO ESTADO DE SÃO PAULO - FIESP. A MESA DOS
BRASILEIROS. Transformações, Confirmações e Contradições. 2018. Disponível em:
<https://hotsite.fiesp.com.br/amesadosbrasileiros/amesadosbrasileiros.pdf>. Acesso em: 15
mar. 2024.

FRIEDMAN, J. H. Greedy function approximation: A gradient boosting machine. Annals
of Statistics, v. 29, p. 1189–1232, 2001. Disponível em: <https://api.semanticscholar.org/
CorpusID:39450643>.

GRUS, J. Data science do zero. [S.l.]: Alta Books, 2016.

HASTIE, T.; TIBSHIRANI, R.; FRIEDMAN, J. H.; FRIEDMAN, J. H. The elements of
statistical learning: data mining, inference, and prediction. [S.l.]: Springer, 2009. v. 2.

HUYEN, C. Projetando sistemas de Machine Learning: processo interativo para
aplicações prontas para produção. [S.l.]: Editora Alta Books, 2024.

IBGE. Pesquisa de Orçamentos Familiares 2008-2009: Tabelas de Composição
Nutricional dos Alimentos Consumidos no Brasil. Rio de Janeiro, Brasil: [s.n.], 2011.
Disponível em: <https://biblioteca.ibge.gov.br/visualizacao/livros/liv500002.pdf>.

IBGE. Pesquisa familiares de orçamentos 2017–2018: Análise do consumo alimentar pessoal
no brasil. IBGE: Rio de Janeiro, Brasil, 2020.

JONATAS. 2024. Acesso em: 15 mar. 2024. Disponível em: <https://smartplanilhas.com.br/
planilha-gratuita/tabela-de-taco-em-excel-gratis/>. Acesso em: 15 mar. 2024.



44

KLEIN, B. Confusion Matrix in Machine Learning. 2024. <https://python-course.eu/
machine-learning/confusion-matrix-in-machine-learning.php>. Acesso em: 21 out. 2024.

MA, P.; LI, A.; YU, N.; LI, Y.; BAHADUR, R.; WANG, Q.; AHUJA, J. K. Application
of machine learning for estimating label nutrients using usda global branded food products
database,(bfpd). Journal of Food Composition and analysis, Elsevier, v. 100, p. 103857,
2021.

MACEDO, P. D. G.; MATOS, S. P. d. Bioquímica dos Alimentos - Composição, Reações e
Práticas de Conservação. [S.l.]: Saraiva, 2015.

MARTINELLI, S. S.; CAVALLI, S. B. Alimentação saudável e sustentável: uma revisão
narrativa sobre desafios e perspectivas. Ciência & Saúde Coletiva, SciELO Brasil, v. 24, p.
4251–4262, 2019.

MITCHELL, T. M. Machine Learning. [S.l.]: McGraw Hill, 1997.

NARAVANE, T.; TAGKOPOULOS, I. Machine learning models to predict micronutrient
profile in food after processing. Current Research in Food Science, Elsevier, v. 6, p. 100500,
2023.

NARKHEDE, S. Understanding Confusion Matrix. 2024. <https://towardsdatascience.com/
understanding-confusion-matrix-a9ad42dcfd62>. Acesso em: 21 out. 2024.

RUSSELL, S. J.; NORVIG, P. Inteligência Artificial: Uma Abordagem Moderna.
4th. ed. Rio de Janeiro: GEN LTC, 2022. 643 p. E-book. Disponível em: <https:
//app.minhabiblioteca.com.br/reader/books/9788595159495/>. Acesso em: 21 out. 2024.
ISBN 9788595159495.

SANT’ANA, R. C. G. Ciclo de vida dos dados: uma perspectiva a partir da ciência da
informação. Informação Informação, v. 21, n. 2, p. 116–142, 2016.

SCHENA, M. Abordagem para classificação rápida com aprendizado supervisionado
para fluxo de dados utilizando seleção de atributos. Joinville: [s.n.], 2021. 53 p. Trabalho de
Conclusão de Curso (Graduação). Disponível em: <http://sistemabu.udesc.br/pergamumweb/
vinculos/000096/00009632.pdf>. Acesso em: 8 jul. 2022.

STEFENON, S. F. Classificação e previsão de falhas em isoladores de distribuição
por meio do processamento de sinal ultrassônico. 2021. Disponível em: <https:
//sistemabu.udesc.br/pergamumweb/vinculos/00008d/00008df8.pdf>. Acesso em: 15 mar.
2024.

UNICAMP. Tabela brasileira de composição de alimentos-TACO. UNICAMP/NEPA
Campinas, 2017. Disponível em: <https://www.cfn.org.br/wp-content/uploads/2017/03/taco\
_4\_edicao\_ampliada\_e\_revisada.pdf>.

USDA. USDA National Nutrient Database for Standard Reference. Legacy release.
2022. Disponível em: <https://agdatacommons.nal.usda.gov/articles/dataset/USDA\_National\
_Nutrient\_Database\_for\_Standard\_Reference\_Legacy\_Release/24661818>. Acesso em:
20 apr. 2024.

WARDLAW, G. M.; SMITH, A. M. Nutrição contemporânea. [S.l.]: AMGH Editora, 2013.



APÊNDICE A -- Mesclagem dos dados

O conjunto de dados coletados organiza as informações dos alimentos em quatro ta-
belas distintas. Para mesclá-las em um conjunto de dados único, cada tabela foi impor-
tada como um dataframe usando o comando read_excel(url, skiprows=range(0,3),
sheet_name=page_number) da biblioteca Pandas. Neste comando, url é uma variável que
contém o caminho do arquivo, skiprows indica à função read_excel() quais linhas devém
ser ignoradas e range(0,3) informa uma lista de números. Já sheet_name indica a página do
arquivo com os dados que deve ser importada (tendo em vista que trata-se de um conjunto de
planilhas), sendo page_number o índice da página. Essa função importa o conteúdo de uma
das páginas do arquivo, ignorando as três primeiras linhas. No total, foram construídos quatro
dataframes, cada um contendo o conteúdo de uma das páginas do arquivo.

Para cada dataframe criado, foi necessário remover as quatro linhas finais. A remoção
das três primeiras linhas e das quatro últimas compartilham da mesma razão: são linhas que
descrevem o conteúdo das tabelas contidas nas páginas. Essas linhas não podem ser traduzidas
como variáveis explicativas, categóricas ou variáveis alvo no futuro, sendo assim suas infor-
mações são irrelevantes para o conjunto de dados. O comando df.drop(df.tail(4).index,
inplace=True) tratou de remover as últimas quatro linhas de todos os dataframes. Neste co-
mando, df representa um dataframe na operação, drop() é o comando que remove as linhas
de um dataframe, tail(4).index retorna o índice das quatro últimas linhas de um dataframe.
Por fim, inplace=True indica que o dataframe deve ser sobrescrito.

A Figura 18 apresenta o algoritmo responsável por identificar o conteúdo das linhas de
grupos alimentares e categorizar um novo dataframe, responsável por manter o índice e a des-
crição dos grupos alimentares em cada alimento. Foi necessário o uso de um laço de repetição
de 0 a 18 devido a total de 19 grupos alimentares presentes no conjunto de dados (linha 5). A
variável j recebe o índice do próximo id_grupos_alimentar, enquanto a variável i referen-
cia o atual (linha 6). A coluna “Código e Descrição da preparação” serve para identificar os
índices das linhas que mantêm a informação dos grupos alimentares. Quando a coluna “Código
e Descrição da preparação” for nula, então a linha se trata de um grupo alimentar (linhas 4, 9
e 11). A variável aux recebe a quantidade de linhas entre um grupo e outro ou a quantidade
de linhas entre o último grupo e o fim do dataframe (linhas 7 a 12). O algoritmo remove as
linhas de grupos alimentares do dataframe atual e concatena os dados do dataframe de grupos
alimentares com o dataframe atual (linhas 13 a 15).

Os quatro dataframes foram mesclados utilizando a função merge() da biblioteca Pandas.
Após a mesclagem, foi realizada uma alteração no título de todas as colunas. A transformação
do conteúdo do arquivo para um dataframe respeitou a formatação presente no arquivo, assim
foi necessário remover “- \n” e “\n” do título das colunas. Além disso, o título das colu-
nas “Código e descrição do alimento”, “Unnamed: 1”, “Código e descrição da preparação” e
“Unnamed: 3” foram atualizados, respectivamente, para “Código do Alimento”, “Descrição do
Alimento”, “Código da Preparação” e “Descrição da Preparação”.
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Figura 14 – Algoritmo concatena o conteúdo de um dataframe de grupos alimentares com o
dataframe oriundo de uma página XLSX.

Algoritmo 3: Algoritmo para concatenar conteúdos.
Result: Concatenado o conteúdo do dataframe de grupo alimentar com o dataframe

iterado
1 df← dataframe por página;
2 df_grupo_alimentar← DataFrame(colunas=[’Grupo Alimentar’]);
3 desc_grupo_alimentar← lista com as descrições dos grupos alimentares;
4 id_grupos_alimentar← df[df[‘Código e descrição da preparação’].isna()].index;
5 for i← 0 to 18 do
6 j← i+1;
7 aux← 0;
8 if i 6= 18 then
9 aux← contar(df[id_grupos_alimentar[i]+1 :

id_grupos_alimentar[ j]-1][‘Código e descrição da preparação’]);
10 else
11 aux← contar(df[id_grupos_alimentar[i]+1 :][’Código e descrição da

preparação’]);
12 end
13 for k← 0 to aux−1 do
14 df_grupo_alimentar[novo_índice]← {‘Grupo Alimentar’:

desc_grupo_alimentar[i]};
15 end
16 end
17 df.drop(id_grupos_alimentar, inplace=True);
18 df← concatenar([df, df_grupo_alimentar], axis=1);

Fonte: Elaborado pelo autor (2024).


