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ABSTRACT

Overexposed and underexposed digital images may occur either by
excess or deficiency of lighting during acquisition. These problems
are common in uncontrolled environments, specially affecting the
visual sensory of autonomous robotic vehicles outdoors. Exposure
correction is a traditional task in image processing and computer
vision which has been tackled with deep learning techniques lately.
In the realm of videos, the naive frame-by-frame application of
such methods may cause exposure inconsistencies and flickering
between subsequent frames. Therefore, we introduce the V2INet
network, a spatio-temporal encoder-decoder architecture which
aims for coherent exposure correction in videos. Our architecture
synthesises a restored frame taking into account their temporal
neighbours in the degraded video. We evaluate the approach on
a real dataset acquired by an autonomous vehicle called Berkeley
Deep Drive (BDD). We use the SSIM and PSNR metrics, and also
introducing a surrogate measurement to assess temporal coherence.
The V2INet has shown competitive results in both quantitative
and qualitative comparisons with closely related methods, being
capable of enforcing temporal consistency in the restored videos.

CCS CONCEPTS

« Computing methodologies — Image processing; Vision for
robotics; Neural networks;

KEYWORDS

Exposure Restoration, Autonomous Vehicles, Video Processing,
Convolutional Neural Networks, Deep Learning

ACM Reference Format:

Albano Borba, Johann Pires, Rafael Escher, Rodrigo de Bem, and Paulo
Drews-Jr. 2021. A Spatio-Temporal Exposure Correction Neural Network
for Autonomous Vehicle. In The 36th ACM/SIGAPP Symposium on Applied
Computing (SAC °21), March 22-26, 2021, Virtual Event, Republic of Korea.
ACM, New York, NY, USA, 8 pages. https://doi.org/10.1145/3412841.3441955

Publication rights licensed to ACM. ACM acknowledges that this contribution was
authored or co-authored by an employee, contractor or affiliate of a national govern-
ment. As such, the Government retains a nonexclusive, royalty-free right to publish or
reproduce this article, or to allow others to do so, for Government purposes only.
SAC °21, March 22-26, 2021, Virtual Event, Republic of Korea

© 2021 Copyright held by the owner/author(s). Publication rights licensed to ACM.
ACM ISBN 978-1-4503-8104-8/21/03...$15.00
https://doi.org/10.1145/3412841.3441955

Johann Pires
Federal University of Rio Grande
Rio Grande, Brazil
johannpires@furg.br

793

Rafael Escher
Federal University of Rio Grande
Rio Grande, Brazil
rafaelescher@furg.br

Paulo Drews-Jr
Federal University of Rio Grande
Rio Grande, Brazil
paulodrews@furg.br

1 INTRODUCTION

The restoration of digital images is a classical task in image pro-
cessing and computer vision. It consists of recovering an image
from a degraded observed version of itself [4]. In recent years, the
widespread deep learning techniques have been employed to suc-
cessfully tackle restoration problems such as noise suppression [47],
resolution augmentation [41], scattering effects [11, 13, 38], and
exposure correction [34, 40].

The exposure correction problem, focus of the present work,
undertakes a degradation which rises mainly from limitations in the
process of capturing digital images. Specifically, in environments
with inadequate illumination, excess of light on the sensor can
generate the saturation effect known as overexposure. On the other
hand, in low light, the sensor may generate darker images, a process
called underexposure [16].

The efficient restoration of badly exposed images has appli-
cations in many areas, particularly under uncontrolled lighting
conditions, as in autonomous driving cars [3], outdoors mobile
robots [31], unconstrained human pose estimation [8], and robot-
ics [10, 35]. In many of these applications, videos are captured as
the sensory data. However, most of exposure correction methods
found in the literature approach the problem in a frame-by-frame
manner [34, 40]. This strategy may generate temporal inconsisten-
cies and flickering in the restored videos since subsequent frames
are recovered independently and might present incoherent expo-
sure variations. Besides that, the temporal information may also
benefit the restoration process. Neighbouring frames in time may
support the correct restoration of each other, as suggested by related
works [45].

In this context, the main goal of the present work is to perform
exposure correction in videos aiming to simultaneously preserve
spatial and temporal coherence. This objective crucially involves
the adoption of a strategy to incorporate the temporal information
contained in image sequences. Regarding this particular aspect,
we analyse related work in the literature and suggest a taxonomy
dividing the approaches into direct, modular, and indirect tech-
niques, as detailed in the next section. Considering this literature
review, we developed a new deep network, dubbed V2INet which
performs the restoration of badly-exposed videos. The proposed
architecture, illustrated in Fig. 1, is based on the UNet model [30].
It is adapted to receive a sequence (temporal window) of degraded
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Figure 1: The V2INet architecture is composed of an encoder
(green modules) and a decoder (red modules). The input data
consists of a temporal window, from a video, which is used
to synthesise each restored frame produced as output. In the
encoder, max-pooling layers perform spatial downsampling,.
In the decoder, transposed convolutions [12] execute spa-
tial upsampling. Temporal window’s feature maps at each
encoder stage are compressed through fully-connected lay-
ers, which reduce them from L to 1 frame (L — 1), where L
is the temporal window size (number of frames). The com-
pressed feature maps are concatenated to their counterparts
at the correspondent stages of the decoder through skip-
connections [30]. Further details in Sec. 3.

images as input and synthesise an image with its exposure cor-
rected as output. We train and evaluate our model on the Berkeley
Deep Drive dataset [44], obtaining competitive results in compari-
son with the state-of-the-art. Additionally to the standard image
quality metrics, e.g. Structural Similarity Index Measure (SSIM) [42]
and Peak-Signal-to-Noise Ratio (PSNR) [18], we also introduce a
surrogate metric aiming to overcome the limitations in the litera-
ture regarding the evaluation of temporal coherence of exposure
in videos. To the best of our knowledge, the proposed model is the
first deep learning method to tackle the restoration of overexposed
and underexposed videos in a spatio-temporal manner. In summary,
our main contributions are:

(1) The introduction of a simple taxonomy of deep learning
methods for video processing.

(2) The proposal of a new neural network model, dubbed V2INet,
for exposure correction in videos aiming for spatio-temporal
coherence among frames.

(3) The achievement of competitive results on the Berkeley Deep
Drive [44] dataset in comparison with the state-of-the-art
methods and the introduction of a simple surrogate metric
for evaluating temporal coherence of exposure in videos.

2 RELATED WORKS

2.1 Deep Convolutional Networks for Video
Processing

Video processing is one relevant application of deep learning in com-
puter vision and it has received more attention from the research
community lately. In this context, some problems are inherent to
videos, such as frame interpolation [21], frame forecasting [21],
optical flow estimation [9], and events spotting [39]. In contrast,
other problems are extensions of their still images counterparts to
the domain of videos. In this case, temporal information between
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frames constitutes an extra dimension which needs to be addition-
ally considered by the deep learning models. Among these works,
we can mention tracking-by-detection [22], semantic segmentation
in videos [37], and noise suppression [43].

Aiming to assist in the understanding of the diverse strategies
employed to tackle video processing with modern deep learning
methods, we introduce a simple taxonomy focused mainly on deep
convolutional neural networks. We divided the related works into
three groups detailed below. Although most of the main deep learn-
ing methods for video processing tend to fit into one of these three
groups, it is not an exhaustive categorisation of the literature.

2.1.1 Direct Approaches. These are methods that deal with tem-
poral information as an additional input dimension. Such methods
adopt tensors (C X L X W X H) as inputs, with dimensions corre-
sponding to images colour channels C, number of frames (time) L,
width W, and height H, and apply three-dimensional (3D) convolu-
tions to such volumes. These network architectures simultaneously
learn spatio-temporal features relevant to solve tasks. This advan-
tage is obtained at the cost of a significant increase in the number
of the model’s trainable parameters, which additionally increase
the demand for data and the computational cost for training.

For instance, Karpathy et al. [23] propose a three-dimensional
convolutional network model with two channels assisting context
learning for classifying videos from the Youtube-8M and the UCF101
datasets [2, 32]. Varol et al. [37] also use a 3D CNN for evaluating
large temporal windows to recognize and classify actions on videos
in the UCF101 and HMDB51 datasets [25, 32]. Tran et al. [36] in-
troduce 3D convolutional kernels to perform classification across
multiple datasets. In general, the approaches which employ this
kind of direct strategy focus on tasks such as classification and
detection.

2.1.2  Modular Approaches. Traditional 2D convolutions are used
to extract features of each image individually and process them
jointly in a distinct network. At this second module, responsible
for the temporal analysis, some type of recurrent neural network
is used, such as Long Short-Term Memory (LSTM) [17] or Gated
Recurrent Unit (GRU) [7]. Although several methods for video pro-
cessing adopt this strategy, the data dependency between the spatial
and temporal modules may represent a bottleneck in the learning
process. Moreover, the two-step process is also time-consuming.
Kang et al. [22] propose a modular architecture using CNNs for
spatial features extraction and a recurrent LSTM neural network
for processing temporal information, applied to the detection and
tracking of objects in videos. Zhang et al. [46] present a model
based on Generative Adversarial Networks (GAN) [14] to train a
discriminator composed of LSTMs to detect key frames in a video
to be summarized from dilated convolutions. Aafaq et al. [1] use a
2D convolution model connected through a dense layer to a set of
GRUs to perform the description of videos. Although they achieve
state-of-the-art performance in certain applications, this kind of
approach is still limited in terms of performance and convergence.

2.1.3 Indirect Approaches. These methods adopt an implicit in-
terpretation of time, using auxiliary inputs or filters for the 2D
convolutional networks. In this case, low-level features, such as
optical flow, are computed offline and used as inputs. CNNs are used



quite efficiently here since at runtime it is similar to the traditional
convolutions. Although it creates the need for additional datasets
to learn the auxiliary features.

For example, Jiang et al. [21] use an encoder-decoder network to
perform frame interpolation in videos. The authors use as input to
the network the bi-directional optical flow previously calculated in
addition to the RGB frames. Zhu et al. [48] also use the optical flow
as additional information to the network training process, focusing
on object detection in videos.

2.2 Exposure Correction in Videos

Several techniques exist in the literature to correct the exposure of
images and videos. For instance, modern digital cameras already
have embedded luminance adjustment processes for image captur-
ing, such as the High Dynamic Range (HDR) [27]. It aims for the
optimal level of lighting through a composition of various images
of the same scene captured with diverse levels of exposure. An-
other technique is based on manually adjusting gamma luminance
component. However, these processes are not capable to generalise,
depending on the scene and on its original exposure levels. Usually,
they also rely heavily on human evaluation to reach acceptable
results.

Considering this, there are more efficient and automated algo-
rithms that are concerned with recovering information of an image
to reconstitute it at a more appropriate exposure level. Some of
them use classical deterministic methods based mainly on contrast
analysis and histogram equalisation [28]. Recently, Chen et al. [6]
take into account the analysis of HSV in the restoration process.
Wang et al. [40] estimate an image-to-illumination mapping for
modelling varying-lighting conditions. The illumination map lights
up an underexposed image, improving not only its exposure but
also its contrast, details, and colour. Mertens et al. [27] use the idea
of composing images with different exposure levels and analysing
factors such as saturation and contrast.

Regarding modern machine learning techniques, Chen et al. [5]
achieves remarkable results with a simple convolution network us-
ing an elaborated pre-processing methodology. Radford et al. [29]
employ GANSs to train an unsupervised model that generates in-
door images with adjusted exposure. Guo et al. [15] exempts any
paired or unpaired data during the training phase by using designed
non-reference loss functions. Steffens et al. [34] adopt dilated con-
volutions and a customised objective function, penalising poorly
lit regions and achieving state-of-the-art results for still images. To
the best of our knowledge, spatio-temporal deep learning methods
for exposure correction in videos were not previously explored in
literature.

3 METHODOLOGY

The main challenge for our method is to restore badly-exposed
videos while simultaneously preserving temporal coherence. Aim-
ing to achieve this goal, a frame in a video is recovered taking into
account not only its degraded version but also its neighbours in
time. We adopt a direct end-to-end approach. The video is scrolled
with a temporal sliding window of size L, which corresponds to
the number of frames used as input. Therefore, each temporal win-
dow consists of a target frame and L — 1 auxiliary ones, which
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Figure 2: Illustration of a temporal sliding window of size
L = 3 going through a sequence of frames. The X, window is
used as input to synthesise the Y, frame.

represent the past and future states of the target scene. The extra
contextual information tends to contribute to the restoration of
the target frame [45]. See the illustration of the temporal sliding
window process in Fig. 2.

3.1 Network Architecture

The aforementioned strategy requires an architecture that maps a
three-dimensional input (time X width X height) to a two-dimensional
output (width x height)!. The proposed model is based on the
well-established UNet architecture [30], an image-to-image net-
work widely used for image segmentation. Our architecture, named
V2INet, consists mainly of encoder and decoder blocks connected
through a set of skip-connections which receives a sequence of
frames from a video as input and synthesises corrected images
as outputs, as illustrated in Fig. 1. The main characteristics of the
V2INet architecture are detailed in the next sections.

3.1.1 Encoder. Let us consider a sequence of frames as input, repre-
sented by a tensor X of dimensions C X L X W X H, corresponding to
colour channels, number of frames, width, and height, respectively.
The sequence X is input to the encoder, which is composed of a
series of five stages, each one consisting of two 3D convolution
layers [20], with 3 X 3 X 3 kernels, and one batch normalisation
layer [19]. Max-pooling layers are also applied from the 2nd to the
5th stages, each of them downsampling by half the spatial dimen-
sions W X H. The temporal dimension remains the same throughout
the encoding process, being reduced only in the last layer of the
encoder. At that point, the convolutional volume is compressed by
a fully-connected layer to the dimension of a single image. In this
way, the encoder module learns spatial-temporal features from the
input sequence.

3.1.2  Decoder. The decoder receives a tensor of dimensions C X
W x H. This module augments the dimension of the tensor through
four stages, each one composed of two transposed convolutional lay-
ers [12], with 3 X 3 kernels, and one batch normalization layer [19].
Each transposed convolutional layer upsamples by two the ten-
sor spatial dimensions W x H. Unlike the original UNet decoder,
we added transposed convolutions to allow the network to have

!For simplicity, we neglect the number of channels which does not change.



trainable parameters also in the decoding process. By the end, a
restored frame is obtained with the same spatial dimension as the
input frames.

3.1.3  Skip-Connections and Activation Function. Following the struc-
ture proposed by [30], skip-connections between stages at the same
level are adopted. This strategy preserves the structure and details
of the input. In this process, temporal window’s feature maps from
layers in the encoder are concatenated to their counterparts in the
decoder, upon the required adjustments regarding their temporal
dimension. For that, they are compressed through fully-connected
layers, which reduce them from L to 1 frame (L — 1), as shown in
Fig. 1. Finally, the rectified linear unit (ReLU) is used as activation
function throughout the architecture.

3.2 Learning Criteria

The output image Y is compared the corresponding target image Y
using an objective function. Given the complexity inherent in the
exposure correction task, we seek for a learning criterion capable
of measuring not only the mapping of structure and luminance
between two images. Thus, our objective function is a composite
of two other functions, following [33, 35]. The first function is the
mean square error (MSE), which calculates the Euclidean distance
between the pixel intensities of each image. The second function
is the Structural Dissimilarity (DSSIM) [26], that calculates the
dissimilarity between two images, taking into account a reference
image. Our loss function is a weighted sum of both functions defined
as:

F(Y,Y) = foMSE(Y,Y) + $1DSSIM(Y, Y), (1)

with the scale factors ffy and f; adjusted accordingly to the func-
tions’ dimensions to balance their influence on the model.

4 EXPERIMENTAL RESULTS

In this section, we describe the dataset employed in our experiments,
as well as the training process, the hyperparameters tuning, and the
evaluation metrics. Finally, we compare our method with previous
art by using quantitative and qualitative evaluation.

4.1 Dataset

To the best of our knowledge, there is not a dataset in the literature
specifically designed for training models tackling the problem of
exposure correction in videos. Naturally, capturing videos with the
correct level of exposure along with their corresponding overex-
posed and underexposed versions is a costly effort if undertaken
in an uncontrolled environment. Considering this, we syntheti-
cally change the exposure in the training data aiming to reproduce
natural conditions of exposure.

The original videos for training and testing our network are from
the Berkeley Deep Drive (BDD) dataset [44]. It contains videos ac-
quired from drivers’ point of view of cars riding in a large variety of
environments, weather conditions, and times in the day. The dataset
consists of 100, 000 videos, each one presenting approximately 1000
frames of dimension 1240 %720 pixels. Given this expressive amount
of data and aiming to understand how it is distributed according to
luminance, we have built an exposure histogram. For each video, we
compute the intensity mean, which is based on the mean luminance
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Figure 3: Average luminance histogram for the BDD dataset
videos.

of its frames. As shown in Fig. 3, the data presents a bimodal distri-
bution, in which intensity means around 100 correspond to daylight
videos. On the other hand, videos with intensity means around 25
were acquired during the night or indoors. We also observed that
the videos in the extreme of the histogram show specific situations,
e.g. parking a car inside a garage.

From the analysis of the data, we randomly select a subset of
10,000 videos in which the average luminance ranges between
90 and 110, corresponding to a better exposure in comparison to
the rest of the data. This subset is synthetically underexposed and
overexposed and used as input data X during training, while the
original frames Y are kept as ground-truth or the target frames for
exposure correction.

We change the intensity of pixels by modifying the gamma curve
to synthetically produce badly-exposed frames [33], defined as:

=1, ()

where I, is the intensity of a pixel in the original image, and I; is
the corresponding pixel intensity in the synthetic badly-exposed
image. With y = 1, the original image is not changed. Values greater
than 1 decrease the luminance of the image, causing it to darken
simulating the effect of underexposure. Analogously, values smaller
than 1 cause the effect of overexposure, generating a much brighter
image. Thus, this methodology allows the precise control of the
luminance level applied over the synthetic images. Following [34],
the synthetic frames are generated by a random gamma value
between 4, 6, and 8 for underexposure, and 1/4, 1/6, and 1/8 for
overexposure. Fig. 4 illustrates the synthetic badly-exposed frames
produced with this technique.

4.2 Training, Hyperparameters and Baselines

From our subset of 10,000 videos from the BDD dataset, 7,000
videos are used for training while 3, 000 are for testing. We use the
first 50 frames of each video which are spatially downscaled by 0.55
and centrally cropped ending up with 400 X 400 pixels. RGB values
are normalised through min-max scaling and data augmentation is
not employed. We alternate batch sizes between 2 and 6, varying it
inversely to the temporal window size L. Given the particularities
of the underexposure and overexposure effects, each problem is
tackled by one instance of our architecture. Both identical instances
are trained separately for restoring either overexposed or under-
exposed videos but following the same protocols. All variations of



Figure 4: Sample frame from BDD with exposure modified synthetically through the gamma component. a) Original image. b)
First row: underexposure effect, with y respectively equals to 4, 6, and 8. Second row: overexposure effect, with y respectively

equals to 1/4, 1/6, and 1/8.

the models are implemented in the PyTorch framework and trained
using Adam optimization [24] with default hyperparameters from
the framework. Training each model takes approximately 5 days
in a NVIDIA Titan X and it is stopped following the early-stop
criterion based on the error stabilisation in the test set. OpenCV
and the scikit-image libraries are employed for data preprocessing.

Regarding hyperparameters tuning, the most relevant task is
to define the temporal window size L. We recall that the network
input consists of a temporal window with L frames, composed of
a target image to be restored and L — 1 auxiliary ones. Therefore,
larger windows are expected to add more temporal information at
the cost of runtime and memory consumption. Thus, it is desirable
to explore the impact of the temporal window size on the exposure
correction accuracy. To assess the performance of the architecture,
four variations of the model are evaluated, using temporal win-
dows of 3 and 7 frames for both, underexposure and overexposure
correction. The results from all variations are shown in the next
sections.

Finally, we adopt the UCan [34] and the U-Net [30] models as
baselines. The UCan presents state-of-the-art results on exposure
correction for still images, comparing their performance with sev-
eral related works from the literature. The U-Net is the underlying
model of our architecture and serves as a reference to the proposed
modifications to deal with videos. The comparisons with the base-
lines are detailed in the following sections. They consider both
spatial image quality and temporal coherence.

4.3 Spatial Evaluation

We adopt Peak-Signal-to-Noise Ratio (PSNR) and Structural Simi-
larity Index Measure (SSIM) metrics [42] for spatial image quality
evaluation. Such metrics are widely used in the signal and image
processing literature. The PSNR quantifies the difference between
two images on a decibels scale, in which higher values represent
higher similarities between them. The SSIM metric uses variances
and covariances to analyse factors such as the luminance, contrast
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distortion, and the loss of correlation between two images. This met-
ric aims to produce a measurement closer to the human perception
of a scene. Similar images present SSIM closer to one.

In Tab. 1, we show the mean and the standard deviation of the
SSIM and PSNR scores for three synthetic exposure levels (4, 6 and
8) on our test set. We also show results for two different temporal
window sizes (3 and 7). All the results are compared with our
baselines, i.e. pre-trained and finetuned UCan models [34], as well
as a finetuned U-Net architecture [30].

Table 1: Evaluation of the spatial metrics for the underexpo-
sure effect. The best results are highlighted in bold.

Gamma  Model SSIM SSIM PSNR PSNR
(mean) (sd) (mean)  (sd)

V2INet (3) 0.936 0.027 25.414 1.920
V2INet (7) 0.948 0.025 25.981 2.500

4 UCan original 0.610 0.107 15.614 2.150
UCan finetuned 0.894 0.054 24.662 4.025

U-Net 0.919 0.035 23.976 2.523

V2INet (3) 0.876 0.030 22.150 1.335
V2INet (7) 0.900 0.027 24.812 1.529

6 UCan original 0.611 0.099 15.656 2.028
UCan finetuned 0.899 0.050 24.904 3.899

U-Net 0.839 0.040 20.245 1.284

V2INet (3) 0.815 0.039 19.277 1.694
V2INet (7) 0.846 0.033 21.556 1.427

8 UCan original 0.605 0.104 15.536 2.159
UCan finetuned 0.900 0.051 25.138 4.005

U-Net 0.777 0.046 18.303 1,084

The results show a marginal improvement related to a larger
temporal window since the window of size 7 allowed for higher
SSIM and PSNR scores. Our V2INet model presents results com-
patible with the UCan after finetuning, generating better scores
for levels 4 of gamma and values slightly below for level 8, with
smaller standard deviation in both cases suggesting better temporal
coherence. Regarding the exposure level 6, both models present
very similar performances, alternating better scores of SSIM and
PSNR with small differences. The results also validate our training
methodology since finetuning and transfer learning were success-
fully performed with both the U-Net and the UCan models.



Table 2: Evaluation of the spatial metrics for the overexpo-
sure effect. The best results are highlighted in bold.

Gamma  Model SSIM SSIM PSNR PSNR
(mean) (sd) (mean)  (sd)

V2INet(3) 0.985 0.004 28.506 1.026
V2INet(7) 0.988 0.006 30.489 1.893

1/4 UCan original 0.771 0.051 14.170 1.413
UCan finetuned 0.986 0.012 30.329 3.370

U-Net 0.930 0.022 19.394 1.945
V2INet(3) 0.971 0.007 24.005 1.316
V2INet(7) 0.987 0.004 28.506 1.026

1/6 UCan original 0.769 0.052 14.176 1.412
UCan finetuned 0.987 0.011 30.377 3.366

U-Net 0.968 0.014 23.702 2.105
V2INet(3) 0.948 0.029 22.102 2.706

V2INet(7) 0.988 0.005 28.056 1.288

1/8 UCan original 0.769 0.052 14.176 1.412
UCan finetuned 0.987 0.011 30.377 3.366

U-Net 0.978 0.014 24.919 1.624

Analogously, Tab. 2 shows comparisons for the overexposure
effect, with gamma values of 1/4, 1/6 and 1/8. In this experiment,
overall results from all models are better, showing that the overex-
posure is less degrading on this dataset. Again, our V2INet model
with temporal windows of size 7 and retrained UCan obtain the
best SSIM and PSNR scores in all scenarios. Despite showing similar
results, the UCan model presents standard deviations two to three
times greater than our V2INet, possibly due to temporal incoher-
ence caused by the frame-by-frame independent restoration.

4.4 Temporal Evaluation

The evaluating of the temporal coherence in the restored videos
presents a certain difficulty. To the best of our knowledge, there is
no specific metric in the literature to tackle such an issue. Thus, a
surrogate metric is proposed for indirect assessment of temporal
restoration. The experiments are carried out on the synthetically
badly-exposed test set and compared with the original videos. Only
the best performing models regarding the spatial metrics are tested,
namely the V2INet with temporal window size of 7 and the fine-
tuned UCan model.

Our surrogate metric seeks to measure the luminance oscilla-
tion between the frames of a video, evaluating the variation of the
average intensity. It corresponds to the derivative in time of the
average luminance of frames. In doing so, we expect to visualise the
coherence of the restorations throughout the video and to check if
there are significant discrepancies. Figs. 5 and 6 show the resulting
variations for underexposure and overexposure, respectively. In
both cases, the results show a significant change in the mean varia-
tion between the original (blue lines) and the synthetically exposed
(red lines) videos, showing the impact caused by this degradation.
Regarding the restored videos, similar values are obtained by the
V2INet (yellow lines) and the UCan (green lines) models. Our net-
work produces a curve slightly closer to the original sequence at
some points, suggesting a good restoration of exposition.

4.5 Qualitative Results

In this section, we show qualitative results highlighting the tempo-
ral coherence of exposure levels in our restorations. In Fig. 7, we
show a sequence of consecutive frames from a BDD dataset video
sample. The original frames are shown in the top row, while the
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Figure 5: Variation of the mean luminance of frames
throughout the test set of synthetically underexposed
videos. We compare the following videos: originals (blue
lines), synthetically overexposed (red lines), restored by our
V2INet (yellow lines), and restored by the UCan [34] (green
lines).
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Figure 6: Variation of the mean luminance of frames
throughout the test set of synthetically overexposed videos.
We compare the following videos: originals (blue lines), syn-
thetically overexposed (red lines), restored by our V2INet
(yellow lines), and restored by the UCan [34] (green lines).

following rows show, respectively, the synthetically underexposed
frames, the ones restored by our V2INet, and the ones restored
by UCan [34]. It is possible to observe a higher variation in the
exposure levels of the frames restored by the UCan method (last
row). These visual artifacts are particularly noticeable in the car
dashboard panel which clearly presents variations of luminance
along the sequence. In the other hand, the sequence restored by
our V2INet method presents more coherent exposure along the se-
quence. Finally, we show analogous results for overexposed frames
in Fig. 8. In this case, the frames recovered by the V2INet are slightly
brighter than the ones from UCan, although differences in the vari-
ations of the exposure levels are not so evident.
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CONCLUSION

We introduce the V2INet, a deep neural network for exposure cor-
rection in videos. Our architecture is a novel video-to-image net-
work based on the image-to-image U-Net model [30]. It aims for
restoring the exposure of videos preserving the temporal coherence
between consecutive frames. To evaluate our model, the SSIM and
PSNR metrics were employed to measure the quality of the restored
images. As these metrics are limited to the spatial scope, we intro-
duce a surrogate metric to assess the temporal coherence of the
restoration. We compare our results with the closely related meth-
ods in the literature, namely the U-Net and the UCan [34] models,
on the BDD dataset. Our approach has shown competitive results
regarding image quality and temporal coherence, presenting better
performance in some experiments, particularly for underexposed
frames. As future work, we intend to explore diverse and non-linear
strides between frames in the temporal window.
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Figure 7: Comparison showing the original video, the synthetically underexposed video, and the outputs from the V2INet
(ours) and the UCan [34] networks. It is possible to observe a higher variation in the exposure levels of the frames restored by
the UCan method (last row), particularly in the car dashboard panel. In the other hand, the sequence restored by our V2INet
method presents more coherent exposure along the sequence.
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Figure 8: Comparison showing the original video, the synthetically overexposed video, and the outputs from the V2INet (ours)
and the UCan [34] networks. The frames recovered by the V2INet are slightly brighter than the ones from UCan, although
differences in the variations of the exposure levels are not so evident.
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RESUMO

BORBA, Albano Oliveira de. Redes Neurais Temporais: Um Estudo de Caso em
Restauracao de Exposicao em Videos. 2019. 42 f. Projeto de Graduacdo — Engenharia
de Computacdo. Universidade Federal do Rio Grande - FURG, Rio Grande.

Trabalhos recentes em aprendizado de madaquina, principalmente em aprendizado
profundo, impulsionaram significativamente areas ligadas a percepcdo, em especial a
visdo computacional. O uso de rede neurais convolucionais tanto alavancou problemas
classicos nessa drea quanto possibilitou a pesquisa em novas aplicacdes. Contudo, a
extensdo de seu uso para problemas em videos ainda é pouco explorada e os trabalhos
existentes, em geral, sdo muito restritos as suas aplicagdes. Este trabalho tem por
objetivo, primeiramente, explorar as solucdes existentes na literatura para utilizacdo de
redes neurais convolucionais em videos e entender as técnicas e metodologias existentes.
Posteriormente, aplicou-se os conhecimentos adquiridos ao problema de restauracdo de
de imagens em videos, propondo uma rede neural que aprenda a sintetizar uma imagem
corrigida a partir de uma sequéncia de imagens mal expostas. A rede baseia-se na
arquitetura codificador-decodificador, gerando uma imagem restaurada a partir de uma
sequéncia mal exposta. Berkley Deep Drive, um conjunto de dados com mais de cem
mil videos de conducao de carros em diversos ambientes, foi utilizado para o treinamento
do modelo para diferentes configuracdes de exposicdo sintética. Foram propostas duas
métricas que avaliam a coeréncia temporal de um video para comparagdo com outros
modelos de restauracdo imagem a imagem, além de comparacdo espaciais de imagens
individuais. Na avaliacdo espacial, o modelo se mostrou entre os melhores comparados
para valores de SSIM e PSNR. Para coeréncia temporal, as métricas apresentaram
resultados consistentes para as duas metodologias empregadas. Este trabalho apresenta
uma série de possibilidades a serem exploradas em futuros trabalhos voltados ao uso de
redes neurais convolucionais em videos.

Palavras-chave: Aprendizado profundo, Redes neurais convolucionais, Restauracdo de
exposi¢do, Videos.



ABSTRACT

BORBA, Albano Oliveira de. Temporal Neural Networks: A Case Study on Video
Exposure Restoration. 2019. 42 f. Projeto de Graduac¢do — Engenharia de Computacdo.
Universidade Federal do Rio Grande - FURG, Rio Grande.

Recent work on machine learning, especially in deep learning, has significantly
boosted areas of perception, especially computer vision. The use of convolutional neural
networks has both leveraged classical problems in this area and enabled research into new
applications. However, the extent of its use for video problems is still poorly explored
and existing work is generally restricted to its applications. This work aims, firstly, to
explore the existing solutions in the literature for using convolutional neural networks in
videos and to understand the existing techniques and methodologies. Subsequently, the
acquired knowledge was applied to the problem of restoring images in videos, proposing
a neural network that learns to synthesize a corrected image from a sequence of badly
exposed images. The network is based on the encoder-decoder architecture, generating
a restored image from a badly exposed sequence. Berkley Deep Drive, a data set of
over 100,000 car driving videos in various environments, was used for model training for
different synthetic exposure settings. Two metrics that evaluate the temporal coherence
of a video for comparison with other image-to-image restoration models and spatial com-
parison of individual images have been proposed. In the spatial evaluation, the model was
among the best compared for SSIM and PSNR values. For temporal coherence, the met-
rics presented consistent results for both methodologies employed. This paper presents a
series of possibilities to be explored in future works focused on the use of convolutional
neural networks in videos.

Keywords: Deep learning, Convolutional neural networks, Exposure restoration, Videos.
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1 INTRODUGCAO

O uso de redes neurais artificiais (RNA), especialmente as redes neurais convoluci-
onais (RNC) em problemas de visdo computacional proporcionou avangos no estado da
arte em diversas aplicagdes relacionadas a classificacao de imagens, (Simonyan and Zis-
serman, 2014), detecc@o de objetos (He et al., 2016), segmentagcdo semantica (Chen et al.,
2017), estimacdo de pose de pessoas (de Bem et al., 2018), entre outros. Mesmo ndo
sendo recente (LeCun et al., 1989), esta abordagem para aprendizado de maquina ganhou
popularidade em func¢do da capacidade de processamento atual baseada, principalmente,
no paralelismo proporcionado pelas GPU de propoésito geral (GPGPU); do surgimento de
grandes bases de dados para treinamento e testes de modelos; e da criagdo de novos algo-
ritmos. Estes trés fatores ocasionaram o surgimento de um nimero expressivo de modelos

nos ultimos anos.

Aplicagdes mais recentes, ndo se preocupam apenas em classificar ou detectar certas
regides de uma imagem, mas sim em sintetizar uma nova versao da imagem de entrada,
apresentando novos desafios e a necessidade de arquiteturas especificas e aprendizados
mais criteriosos. Sao exemplos deste tipo aplicagdo, trabalhos em restauraciao de ruidos
(Zhang et al., 2018b), aumento de resolucao (Wang et al., 2018) e correcdo de exposi¢cdo
(Steffens et al., 2018). Este processo tem proporcionado a consolidacio de certos modelos
e abordagens para se trabalhar com imagens em redes neurais. E cada vez mais comum
encontrar estes algoritmos em aplicacdes web e sistemas embarcados ajudando em tarefas

que vao desde seguranga a entretenimento.

Contudo, o estudo voltado a aplicacdes em videos nesta drea ainda ndo € tao explo-
rada, apresentando dificuldades quanto a inclusdo da complexidade temporal, ao agregar
informacdes contidas em uma sequéncia de imagens, e a necessidade ainda maior de da-
dos de treinamento. Problemas como sumariza¢do (Zhang et al., 2018a), interpolacao de
quadros (Jiang et al., 2018) e segmentacdo e detecgdo de acdes (Kang et al., 2017) t€ém
sido estudados. Ainda sim, as abordagens voltadas para videos acabam sendo muito espe-
cializadas e pouco reaplicaveis. Continuos avangos nestes modelos, tendem a impulsionar
aplicagdes voltadas a automagdo visual com uso em cameras de seguranga, carros auto-

nomos e robdtica, que estido cada vez mais presentes cotidiano humano e que necessitam
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de um funcionamento em tempo real.

Este trabalho tem como primeiro objetivo entender o estado-da-arte e as melhores
praticas para se processar videos em redes neurais. Foram estudados um série de traba-
lhos dedicados a interpretacdo de videos para as mais diversas aplicagdes, onde foram
analisadas, principalmente, a técnica temporal aplicada, ou seja, como o modelo utiliza
a informacao temporal para agregar conhecimento a rede. Na tentativa de possibilitar
uma visdo geral das técnicas exploradas os trabalhos foram classificados, quanto a sua
abordagem temporal, em trés categorias: direta, modular e indireta.

Em seguida, utilizou-se das técnicas de extracdo de informagdes contidas no domi-
nio temporal ao aplicar estes conceitos na constru¢ao de um modelo para restauracio de
videos mal expostos. Este problema vem sendo estudado com imagens (Steffens et al.,
2018) (Chen et al., 2018b) mas ndo foram encontradas na literatura propostas diretas para
restauracao de sequéncias, ou videos, com exposi¢des inadequadas. A arquitetura pro-
posta baseia-se na U-Net (Ronneberger et al., 2015), adaptada para receber um sequéncia
de imagens mal expostas como entrada e sintetizar uma imagem com a exposi¢ao res-
taurada. Ja para o treinamento e avaliacdo do modelo foi utilizada uma adaptacdo do
conjunto de dados Berkley Deep Drive (Yu et al., 2018).

Para validacdo do modelo proposto, foram conduzidos experimentos para diferentes
niveis de exposicao, utilizando métricas espaciais ja conhecidas na literatura. Para ava-
liacdo da coeréncias temporal adquirida, foram propostas duas metodologias, afim de
entender o impacto da restauragdo no video como um todo.

As principais contribui¢des deste trabalho sdo:

1. Um estudo e classificacdo dos principais trabalhos relacionados ao uso de redes

neurais em videos, como foco nas metodologias empregadas.

2. A proposta de um modelo, denominado SeqToImage, para restauracao de exposi¢ao
em videos assim como uma metodologia de treinamento baseada em gerar uma

imagem a partir da extracdo de caracteristicas de uma sequéncia.

3. A proposta de duas métricas para avaliacdo da coeréncia temporal em videos de

forma indireta.

O trabalho estd estruturado da seguinte forma: O Capitulo 2 traz os trabalhos rela-
cionados tanto para uso de redes convolucionais em videos quanto ao problema de res-
tauragdo de exposi¢do em imagens. O Capitulo 3 apresenta a metodologia baseada em
redes neurais desenvolvida neste trabalho, citando a arquitetura, processo de treinamento
e a utilizacdo do conjunto de dados escolhido. No Capitulo 4 estdo os resultados obtidos

neste trabalho seguido do capitulo 5 com as consideracdes finais e trabalhos futuros.



2 TRABALHOS RELACIONADOS

2.1 Redes Neurais Convolucionais para Videos

Diversos problemas de visdo computacional voltados ao processamento de videos sdo
encontrados na literatura. Alguns desses, s@o estudados necessariamente a partir de uma
sequéncia de quadros pois dependem de informagdes temporais presentes na propriedade
sequencial, como em um video. Estas informagdes podem ser entendidas de diferentes
formas de acordo com o problema em questido, como a variacao temporal do histograma
da sequéncia de quadros ou a deteccdo de movimento de objetos em uma cena, por exem-
plo. Esta caracteristica é encontrada em trabalhos com foco em interpolacao de quadros
(Jiang et al., 2018) para aumento da taxa de quadros por segundo ou sintetizar um qua-
dro futuro, restauracio de borramento (Nah et al., 2017) que forma-se principalmente nas
limitacdes de captura de um video, estimativa de fluxo 6ptico (Dosovitskiy et al., 2015),

entre outros.

J& outros problemas sdo originalmente utilizados em imagens individuais mas podem
ser estendidos ao dominio dos videos no intuito de utilizar além das informacdes espa-
ciais, também as informacdes temporais entre os quadros para trazer mais contexto para
o modelo. Como € o caso de trabalhos em detec¢do de objetos em uma sequéncia de
cenas (Kang et al., 2017), segmentacdo em videos (Varol et al., 2017) e diversos tipos de

restauracdes de videos como supressdo de ruido (Xue et al., 2017).

Cada problema requer caracteristicas diferentes e consequentemente metodologias di-
ferentes para serem introduzidos em um modelo. Karpathy et al. (2014) apresentam di-
ferentes maneiras de se interpretar um video: fusdo atrasada (late fusion) que 1€ um
video pelos seus extremos, utilizando pares contendo o primeiro e o dltimo quadro em
um passo iterativo até o(s) quadro(s) do centro; fusdo antecipada (early fusion) utiliza
um janela deslizante que percorre o iterativamente uma sequéncia de imagens; fusdo lenta
(slow fuston) que usa um conjunto de janelas deslizantes servindo como entrada de diver-
sos canais da rede. Cada metodologia apresenta suas vantagens e desvantagens ligadas ao
campo receptivo e desempenho da rede, sendo que as duas ultimas abordagens mostram

o melhor custo-beneficio.
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Algoritmos para tratamento de imagens, com aprendizado de maquina ou ndo, po-
dem ser utilizados para aplicagdes em videos, contudo, muitos ndo tiram proveito das
informagdes temporais presentes. Neste contexto, diferentes modelos de redes neurais
voltadas para o processamento em videos foram encontrados na literatura. Para auxiliar
no entendimento das vantagens e desvantagens de cada abordagem e qual a metodologia

empregada, neste trabalho foram dividimos como mostrado a seguir.

2.1.1 Abordagem Direta

Considerou-se como abordagens diretas os trabalhos que consiste em interpretar o
tempo como uma dimensdo adicional, passando para a rede um volume convolucional
nas dimensdes do tempo L, largura W e altura H (L x W x H), onde L é o tempo
ou nimero de quadros utilizados, e aplicar convolugdes tridimensionais (3D) ao volume.
Assim, os dados sdo passados diretamente para a rede no intuito de que a arquitetura
da rede aprenda a extrair as caracteristicas relevantes para o problema, ao custo de um
aumento significativo de parametros treindveis do modelo além do aumento da demanda
por dados e tempo de treinamento envolvidos neste processo.

Alguns exemplos sdo: Karpathy et al. (2014) compara diferentes abordagens para
insercdo da sequéncia na rede e propde um modelo de rede convolucional em trés dimen-
soes (3D) com dois canais, auxiliando o aprendizado de contexto, para classificacdo de
videos nos conjuntos de dados Youtube-8M (Abu-El-Haija et al., 2016) e UCF101 (So-
omro et al., 2012). Varol et al. (2017) utilizou uma RCN em trés dimensdes, avaliando
grandes janelas de tempo, para reconhecer e classificar acdes em videos nos conjuntos
de dados UCF101 (Soomro et al., 2012) e HMDB51 (Kuehne et al., 2011). (Tran et al.,
2015) faz uma avalia¢do de diferentes configuracdes de kernels convolucionais em trés
dimensdes para um modelo de classificagdo em diversos conjuntos de dados. Em geral,
os trabalhos encontrados com este tipo de abordagem se limitam a tarefas mais simples

como classificacao e detecgao.

2.1.2 Abordagem Modular

Na abordagem modular utilizam-se convolu¢des tradicionais em duas dimensoes (2D)
para extrair caracteristicas de cada imagem individualmente e as relaciona em um médulo
separado. Nesse segundo mddulo, responsavel pela anélise temporal, utiliza-se algum tipo
de rede neural recorrente, como as Long Short-Term Memory (LSTM) (Hochreiter and
Schmidhuber, 1997) ou Gated Recurrent Unit (GRU) (Cho et al., 2014), especializa-
dass em aprender a armazenar contexto, por exemplo. Esta abordagem engloba grande
parte dos estudos em dimensdes temporais, mas no geral apresentam um certo gargalo na
dependéncia de dados entre os modulos, espacial e temporal. Em funcdo da necessidade
de se convolucionar as imagens de entrada primeiro e a dificuldade de se paralelizar as

operacoes realizadas por redes recorrentes, esse tipo de abordagem, mesmo que intuitiva,
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perde muito desempenho dificultando operagdes em tempo real, por exemplo.

Pode-se citar Kang et al. (2017) que propde uma arquitetura modular com o uso RNCs
para extracdo de caracteristicas espaciais e uma rede neural recorrente, do tipo LSTM
para as informacoes temporais, aplicadas a deteccdo e rastreamento de objetos em vi-
deos. (Zhang et al., 2019) apresenta um modelo baseado em Generative Adversial
Networks (GAN) Goodfellow et al. (2014) para treinar um descriminador composto por
LSTMs, para detectar quadros chave em um video a ser sumarizado a partir de convolu-
coes dilatadas. Aafaq et al. (2019) utiliza um médulo de convolu¢des em 2D conetado
por meio de uma camada densa a um conjunto de GRUs, para realizar a descricdo de
videos. Apesar de muito abrangente e responsdvel por resultados no estado-da-arte em
certa aplicacOes, esta abordagem ainda apresenta suas limitagdes quanto a desempenho e

tipo de saida desejada, como acontece nas redes recorrentes.

2.1.3 Abordagem Indireta

Faz com que a rede aprenda a interpretar o tempo de maneira implicita, por meio de
filtros ou entradas auxiliares para a rede convolucional em 2D, como a utilizag¢ao de fluxo
dptico ou outras estimativas de movimento servindo de entradas previamente geradas para
arede. Usa-se aqui as RNC de maneira bastante eficiente, pois em tempo de execugao se
assemelha as convolugdes tradicionais mas traz a necessidade de se ter um conjunto de

dados mais rico ou gerar essas caracteristicas auxiliares anteriormente.

Jiang et al. (2018) utilizou uma rede do tipo codificador-decodificador para realizar
interpolacdo de quadros em um video, ou seja, a partir de um quadro deseja-se sintetizar
um quadro intermedidrio. Para tal, os autores utilizaram como entrada da rede o fluxo
optico bi-direcional previamente calculado. Liu et al. (2017) realiza interpolagdo (gerar
um quadro intermedidrio entre outros dois) e extrapolacdo (gerar um quadro futuro de
uma sequéncia) que processa um quadro de cada vez e o agrega juntamente a pontos de
interesse calculados fora do processo de treinamento. Zhu et al. (2017) utiliza também do
fluxo 6ptico como informagao adicional para o processo de treinamento de uma rede, com
foco na detec¢do de objetos em videos no conjunto de dados ImageNet VID (Russakovsky
et al., 2015).

Tantos os trabalhos comentados aqui quanto outros também encontrados na literatura
tendem a se encaixar em alguma destas abordagens mas podendo trazer também carac-
teristicas encontradas nas demais. Esta classifica¢do foi realizada na tentativa de se en-
tender de maneira geral as possiveis maneiras de se interpretar um video por uma RCN.
As caracteristicas aqui elucidadas serviram de inspiracao para o modelo a ser proposto no

proximo capitulo.
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2.2 Restauracao de Exposicao em Video

O problema de restauragcao de imagens mal expostas surge, principalmente, de limita-
coes fisicas para o processo de captura de imagens digitais, principalmente em ambientes
como iluminacdo inadequada. O excesso de luz ao sensor pode gerar o efeito de saturagao
em regides da imagens, conhecido como superexposi¢do. No caso contrario, o sensor tem
pouca luz para capturar a cena e gera uma imagem mais escura, processo denominado

subexposicao (Hasinoff, 2014).

Cameras digitais modernas ja possuem processos para ajustes de luminancia assim
que a imagem € capturada. E o caso do uso de High Dynamic Range (HDR) que
consiste na composicao de vdrias capturas de uma mesma cena com diferentes niveis de
exposi¢cdo (ajustados no obturador da camera) para uma aproximac¢do de um nivel ideal
de luz. Ou ainda no pds-processamento de uma imagem utilizando componente de lumi-
nincia gamma onde manualmente se ajusta a incidéncia de luz em uma cena. Contudo,
estes processos sao pouco generalizdveis, dependendo muito da cena e da exposic¢ao ad-
quirida em cada caso. Por vezes, também dependem muito da avaliacdo da humana para

se encontrar um resultado aceitavel.

Logo, surge a necessidade de algoritmos que se preocupem em recuperar informagdes
de uma imagem de modo a reconstitui-la em um nivel de exposi¢do mais adequado, dada
as propriedades particulares de cada cena. No que diz respeito a restauragdo de luminan-
cia em imagens, encontram-se trabalhos que utilizam métodos deterministicos cldssicos
como Pizer et al. (1987) e Pizer et al. (1990) baseados principalmente na andlise de con-
traste e equalizacdo de histogramas. Mas outros estudos recentes, citando Chen et al.
(2018b) que levam em consideragdo a andlise de outros canais de cor, como HSV, no pro-
cesso de restauracdo. E Mertens et al. (2009) utiliza a ideia de composicdo de imagens

com diferentes niveis de exposicao e analisando fatores como saturacdo e contraste.

Técnicas modernas de aprendizado de mdquina, principalmente aprendizado pro-
fundo, assim como em diferentes aplicacdes na drea de visdo computacional trouxe-
ram resultados relevantes para a restauracdo de exposicdo em imagens. Chen et al.
(2018a) ja encontra resultados considerdveis com uma rede convolucional simples, uti-
lizando uma metodologia de pre-processamento elaborada. Radford et al. (2015) utiliza-
ram Generative Adversial Networks (GANs) convolucionais para treinar um modelo
nao-supervisionado que gera imagens indoor com a exposi¢cdo ajustada. Steffens et al.
(2019) utilizaram convolugdes dilatadas e uma func¢do objetiva customizada, penalizando
regioes muito ou pouco iluminadas, trazendo resultados compativeis com o estado-da-arte

para imagens.

Contudo, nao foram encontradas na literatura propostas que preocuparam-se direta-
mente com a restauracio de sequéncias ou videos, mal expostas, apenas aplicacdes quadro

a quadro dos métodos para imagens. Surge entdo a oportunidade de se explorar métodos
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que se utilizam de redes neurais para aprender caracteristicas espaciais e temporais de um

video, com o intuito de restaurar sua exposi¢ao.



3 METODOLOGIA

Dentre as maneiras de interpretar um video em uma RCN citados por Karpathy et al.
(2014), a abordagem de fusdo antecipada (early fusion) se mostrou a maios coerente
com o problema proposto. Ela consiste em percorrer um video por meio de uma janela
temporal de tamanho L, sendo esta janela o nimero de quadros que serdo utilizados como
entrada da rede a cada iteracdo. Neste caso, cada quadro serd restaurado a partir de uma
janela temporal constituida de 1 quadro alvo (que serd restaurado) e L-1 quadros auxili-
ares que representam o estado passado ou futuro da cena alvo. Espera-se que ao incluir
os quadros auxiliares nos processo de extracdo de caracteristicas da rede, estes possam
contribuir par a restauracao do quadro alvo.

A Figura 1 demonstra o processo de iterativo desta janela temporal ao longo de uma
sequéncia e seu resultado como uma imagem para cada iteracdo. Percebe-se aqui a pos-
sivel exploracao da configuragcdo desta janela como o seu tamanho e espacamento. Para
uma abordagem causal, utilizada para solu¢des em tempo real por exemplo, considera-se
somente os quadros anteriores ao quadro alvo para compor a janela. Ja para uma aborda-
gem ndo-causal usa-se também os quadros posteriores ao alvo.

Tempo

*2
*1

Y4 Y2

Figura 1: Ilustragdo da uma janela temporal de tamanho trés percorrendo uma sequéncia
de imagens. Uma janela X,, sintetiza uma imagem Y,,.

Sendo assim, a abordagem necessita de uma arquitetura que mapeie uma entrada em
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trés dimensoes: altura, largura e tempo. De forma a gerar uma saida em duas dimensdes:
altura e largura. Dada a necessidade de se gerar uma imagem como a saida da rede optou-
se por trazer da abordagem direta, as convolu¢des em 3D. Modelos com convolucdes
em trés dimensdes naturalmente necessitam de mais memdria e tempo de treinamento
quando comparadas as em duas dimensdes, dado ao aumento significativo dos parametros
treindveis da rede e dados de entrada para o treinamento.

Neste trabalho, na tentativa de restaurar uma imagem em um video utilizando infor-
macoes temporais vizinhas, viu-se a oportunidade de misturar as técnicas de convolugdes
em duas e trés dimensdes e uma arquitetura codificadora-decodificadora. Lembrando o
modelo da abordagem modular, como separagdo entre espacial e temporal, mas com uma

rede fim-a-fim convolucional.

3.1 Arquitetura da Rede

Como mostra a Figura 2, a arquitetura de rede utilizada baseia-se na UNet (Ronne-
berger et al., 2015), um modelo de rede neural ja consolidado e muito utilizado para
segmentacdo de imagens, principalmente pela sua caracteristica image-to-image, ou seja,
gerar uma imagem como saida a partir de uma imagem de entrada. Neste modelo, serd
seguida uma abordagem denominada sequence-to-image, ou seja, aceita sequéncias de
imagens como entrada pra sintetizar uma imagem.

A rede € constituida de 3 componentes principais: um codificador, um decodificador

(3, 400, 400)

e um conjunto de skip-connections, que sdo detalhados abaixo.

i

Canvolugie 30
’ Downsampling 30
‘ Convalugio 20
i Upsampling 20
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Figura 2: Arquitetura da rede composta por codificador e um decodificador, onde ao final
de cada nivel convolucional € realizadas conex@o por meio de compressdes do volume.
A entrada consiste em uma sequencia de imagens (3D) sintetizando uma nova imagem
(2D). L representa o tamanho da janela temporal utilizada.

3.1.1 Codificador

Sendo a entrada = da rede um conjunto de imagens, representado por um tensor de
dimensdes C' x L x W x H (canais de cor, nimero de quadros, altura e largura, res-

pectivamente), o primeiro componente funciona como um codificador, com uma série de
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cinco etapas, constituidas por duas camadas de convolugdes em trés dimensodes (3D) com
kernels de 3 x 3 x 3 e normalizacdo dos lotes de entrada, cada. Antes de cada convolu-
¢do o tensor passa por um processo de reducdo de dimensionalidade. Para as dimensdes
espaciais (altura e largura) € aplicada uma camada de maxpooling, que reduz as regides
de uma imagem ao ser valor mdximo. J4 para a dimensdo temporal, sendo normalmente
menor que as dimensdes espaciais, se mantém a mesma no decorrer da codificagdo, e s6
¢ reduzida ao final do codificador, onde o volume convolucional serd comprimido para as
dimensdes de uma imagem, utilizando uma camada fully-connected.

Deste modo, espera-se que o mddulo codificador aprenda a mapear as informagdes
espaco-temporais, presentes no sequéncia de entrada, relevantes para a composicao da

imagem que serd sintetizada no decodificador.

3.1.2 Decodificador

Ao chegar no decodificador, o volume convolucional estard nas dimensdes C' X L X
W x H (canais de cor, altura e largura, respectivamente). Neste ponto, serd realizado
o processo de aumento de dimensionalidade do tensor passando por 4 etapas compostas
por duas camadas de convolugdes transpostas com kernels de 3 x 3 e normalizagdo de
lote, cada. Diferentemente do modelo original a convolugao transposta foi adicionada, no
intuito de permitir que a rede possua pardmetros treindveis também para o processo de
decodificagdo. Como saida da rede, obtém-se uma tnica imagem (em duas dimensdes),

com altura e largura iguais a entrada as de entrada.

3.1.3 Skip-connections

Seguindo a estrutura proposta por (Ronneberger et al., 2015), também foram utilizadas
skip-connections entre as convolugcdes de mesmo nivel para facilitar a preservacido da
estrutura e caracteristicas iniciais da imagem, que consistem em retirar todo ou parte
do mapa de caracteristicas de uma camada da rede e concateni-la em outra, passando
também por uma camada de reducdo dimensional semelhante ao explicado na etapa de

codificagdo.

3.1.4 Funcao de ativacao

Todas as camadas convolucionais e fully-connected sdo compostas por uma fungao
de ativacdo, neste modelo foi usada a funcao ReLU (Clevert et al., 2015). Como mostra
a Equacdo 1 abaixo consiste em uma fungdo ndo-linear simples, permitindo um rapido

processamento e eliminando os valores negativos provenientes da convolucoes.

f(z) = max(x,0) (1)

Neste sentido, espera-se que a arquitetura aprenda a mapear as caracteristicas impor-
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tantes referentes a luminancia de uma cena a partir dos dados de treinamento.

3.2 Conjunto de Dados

Como ndo foi encontrado na literatura nenhum conjunto de videos dedicado a restau-
racao de exposicao, especialmente contendo videos mal expostos e suas respectivas copias
expostas corretamente, viu-se a necessidade da constru¢cao de um conjunto de dados sin-
tético com estas caracteristicas. Utilizou-se entdo o Berkley Deep Drive (BDD) (Yu
et al., 2018), um conjunto de dados com videos da visdo de motoristas conduzindo carros
em diversos ambientes e horas do dia. Amplamente utilizado no estudo de segmentagdo
e deteccdo nas dreas de robdtica e carros autdbnomos. Neste trabalho, foi utilizado devido
a sua grande variacdo de cendrios e intensidade de luz em ambientes externos (outdoor).

O conjunto de dados € formado por cem mil videos sendo cada um composto por 1000
quadros em média, nas dimensdes 1240 x 720 pixels. Dado a quantidade expressiva de
dados presente no conjunto, para os fins deste trabalho, viu-se a necessidade de explorar
estes videos e entender como estdo distribuidos principalmente em relagc@o a sua luminan-
cia. Ou seja, quais os periodos dos dias em que hd mais videos e principalmente qual o

nivel de luminincia em que se encontram.
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Figura 3: Histograma da luminincia média de todos os videos do conjunto de dados BDD.

Para quantificar a luminancia de uma imagem, calculou-se a média dos valores do
pixeis dela em escala de cinza. A Figura 3 apresenta um histograma da luminancia apro-
ximada para cada video do conjunto de dados. O histograma apresenta uma distribui¢ao
bi-modal, onde os videos com uma média em torno de 100 estdo em um periodo diurno e
com uma boa luminancia. J4 os videos em torno de 25, em sua maioria, estdo presentes
em ambientes noturnos ou ambientes fechados. Observou-se empiricamente que o videos
situados aos extremos do histograma apresentam situagdes especificas, como o estaciona-

mento de um carro em uma garagem. J4 para os videos por volta de 50 e 75 verificou-se



22

uma grande ocorréncia em periodos de entardecer, podendo variar levemente entre dia e
noite.

Para os fins deste trabalho, propde-se um subconjunto destes dados, onde foram sele-
cionados aleatoriamente dez mil videos com uma luminancia média entre 90 e 110, sendo
estes os videos entendidos com uma boa configuracdo de luminancia quando comparado
aos demais. Este conjunto serd utilizado para o treinamento da rede neural proposta, onde
x serd uma sequéncia de imagens expostas sinteticamente e y serd uma das imagens da
sequéncia, o quadro alvo, com sua exposicao original preservada. O processo de treina-

mento assim como o da exposi¢ao sintética sdo detalhados na Sec¢ao 3.4.

3.3 Critérios de Aprendizado

A imagem y gerada como saida da rede neural serd comparada com a imagem alvo
original y por meio de uma fun¢do objetivo. Dada a complexidade inerente a tarefa de
restauracdo de exposi¢do, viu-se a necessidade de buscar um critério de aprendizado que
consiga mapear a estrutura mas principalmente a luminancia entre duas imagens.

Neste trabalho, esta func¢do € composta pela soma de duas funcdes de erro, baseando-
se nos trabalhos de (Steffens et al., 2018, 2019). A primeira nada mais € do que o erro
quadratico médio entre as duas imagens, que calcula a distancia euclidiana da intensidade

dos pixeis entre cada imagem, definida pela equacao 2.

EQM =

()

W — ) )
=0

S|

J4 a segunda funcdo consiste no uso de Structural Dissimilarity (DSSIM), uma varia-
cdo do método SSIM (Wang et al., 2004) que calcula a similaridade entre duas imagens
levando em consideracao diferentes niveis de escalas para a imagem de referéncia.

As duas fungdes sao somadas ponderadamente ao multiplicar-se os fatores 3 e 31 aos
respectivos erros. Esses fatores sdo ajustados conforme as dimensoes das entradas de cada

funcao para balancear suas influéncias sobre o modelo. Resultando na fungdo objetivo 3.

f(y,9) = EQM(y,y).50 + DSSIM((y,9).5 3)

3.4 Processo de treinamento

Como explicado no Capitulo 3, a entrada da rede consiste em uma sequéncia de ima-
gens de tamanho L, onde hd um quadro alvo que serd restaurado e L-1 quadros auxiliares.
Este trabalho visa, principalmente, explorar o impacto da janela temporal na capacidade
de restauracdo da exposi¢cdes de imagens da rede. Espera-se que janelas maiores agre-
guem mais informag¢des temporais ao custo de mais processamento e memdaria para ana-

lisar um conjunto maior imagens.
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Dada a particularidade dos efeitos de subexposicao e superexposi¢ao, foram realiza-
dos experimentos distintos para cada um dos problemas, seguindo a mesma metodologia.
Logo, foram treinados dois tipos de modelos, um para restauragao de sequéncia de ima-
gens superexpostas € outro para subexpostas.

Para o treinamento do modelo, cada quadro passa individualmente por um processo
de exposi¢do sintética, que consiste em alterar a intensidade dos seus pixeis pela alteracao
da curva gamma, responsével pela corre¢dao de luminancia da imagem, representada pela
equacao 4, onde [, é a imagem original e /; imagem sinteticamente alterada. Os quadros
sdo alterados por um valor de gamma aleatério entre 4, 6 e 8 para subexposicao e 1/4,

1/6 e 1/8 para superexposicao.

Is = ]Ogamma (4)

A corre¢do gamma € amplamente utilizada na sintese de imagens digitais com o
intuito de aproxima-las do modo como o ser humano enxerga o mundo. Uma vez que
o olho humano capta a luz de uma maneira ndo-linear, demonstrando maior sensibilidade
nas faixas com menos luminéncia, diferentemente da captacdo diretamente proporcional a
luminancia dos sensores Opticos, a configuragdo da componente gamma de uma imagem
busca corrigir essa diferenca para gerar uma representacdo mais adequada a visdo de
humana. A Figura 4 ilustra esta diferenca € um gréfico de luminéncia real por luminéncia

captada.

m— Jlhos == Camera

100%

7%

H%

Luminancia detectada

23%

0% 25% W% T5% 100%

Luminancia real

Figura 4: Relagdo da luminancia real e luminancia captada entre o olho humano e os
sensores Opticos.

A Figura 5 ilustra um exemplo da exposi¢cdo sintética utilizada. Com o valor de
gamma igual a 1 mantém-se a imagem original. Valores abaixo de 1 diminuem a lu-
minancia da imagem, ocasionando no seu escurecimento para simular o efeito de su-
bexposi¢do. Analogamente, valores maiores que 1 causam o efeito de superexposicao,

gerando uma imagem muito mais clara. Apesar de ser um efeito sintético, essa metodo-



24

logia se mostra interessante tanto no nivel de controle da luminéncia aplicada, ao variar o
valor de gamma, quanto no efeito gerado na imagem como um todo e penalizando dreas
originalmente bem ou mal expostas. Seguindo a abordagem adotada por (Steffens et al.,
2018) para degradagao sintética, foram definidos os valores do gamma utilizado em 4, 6

e 8 para subexposicdo e 1/4, 1/6 e 1/8 para sobrexposi¢ao.

Figura 5: Exemplo de uma imagem com sua exposicao alterada sinteticamente por meio
da componente gamma. a) Imagem original. b) A parte superior representando o efeito
subexposi¢do e a inferior de superexposicao, com valores de 4, 6 e 8, e 1/4, 1/6 e 1/8 para
gamma respectivamente.

Ainda para o treinamento da rede, em tempo de execugdo, sdo escolhidos conjuntos
aleatdrios de janelas temporais de tamanho L a serem expostas sinteticamente, sendo cada
janela composta por 1 quase alvo e L-1 quadros auxiliares. Primeiramente um video do
conjunto de treinamento € selecionado aleatoriamente e, em seguida, escolhe-se um janela
temporal também aleatdria dentro deste video denominada de amostra. Sendo assim, o

processo iterativo de treinamento ocorre até que algum critério de parada seja satisfeito.



4 EXPERIMENTOS E RESULTADOS

Para avaliacdo do desempenho da arquitetura foram avaliadas quatro variagdes do
modelo: utilizando janelas temporais de tamanho 3 e 7 para subexposi¢do e superexpo-
sicdo. A otimizacdo do treinamento foi feita com o amplamente utilizado método Adam
(Kingma and Ba, 2014) para ajustes dos hiper-parametros do modelo em tempo de treina-
mento. O critério de parada do treinamento baseado na andlise no erro gerado do conjunto
de testes. Os modelos foram treinados com uma média de 150.000 amostras aleatdrias do
conjunto de treinamento, sendo este composto por 7.000 videos de 50 quadros cada. Cada
amostra sendo composta por um nimero de imagens ao igual ao tamanho da janela utili-
zada no treinamento, sendo um quadro alvo e os demais auxiliares.

Desenvolveu-se o modelo utilizando o framework de cédigo aberto Pytorch, voltado
ao desenvolvimento de modelos de redes neurais. Para a leitura e pré-processamento dos
dados, foram utilizadas as bibliotecas OpenCV e Scikit-image, em Python. O treinamento
dos modelos foi feito com uma placa gréfica Nvidia Titan X.

Foram escolhidos para comparacdo o modelo de (Steffens et al., 2018), por apresentar
em seu estudo comparagdes com diversos outros modelos para restauracdo de exposi¢ao
e resultados compativeis com o estado da arte. O modelo UNet de (Ronneberger et al.,
2015), por ter sido a base para o modelo proposto neste trabalho, também foi escolhido
servindo como uma referéncia base para as modificagdes aqui propostas.

Com os modelos treinados, passou-se a buscar métricas e metodologias de avaliacao
dos resultados obtidos para com os trabalhos encontrados na literatura. Primeiramente
viu-se a necessidade de encontrar métricas espaciais que ajudassem a entender o compor-
tamento da rede quanto a restauracdo final obtida, em duas dimensdes. Para comparacao
com outros trabalhos dedicados a restauracao exclusiva de imagens. Para em um segundo
momento, buscar abordagens que conseguissem demonstrar o ganho temporal obtido, de
formar a entender se metodologia proposta conseguisse além de gerar um resultado com
um exposicdo satisfatoria, restaurar um video ou sequéncia de imagens como um todo,
garantindo certa coeréncia temporal

A seguir, sdo explicadas as duas métricas espaciais utilizadas para comparacdo dos

modelos e a propostas duas metodologias preocupadas em avaliar a coeréncia temporal.
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4.1 Avaliacao Espacial

Para a avaliacdo espacial foram selecionadas as métricas Peak-Signal-to-Noise
Ratio (PSNR) e Structural Simailarity Index Measure (SSIM) (Hore and Ziou, 2010),
j& conhecidos na literatura e amplamente utilizadas na avaliacao da qualidade de imagens
com referéncia. PSNR quantifica a diferenca entra duas imagens como demonstra a Equa-
cdo 5, para imagens em escala de zero a um. Percebe-se que valores mais proximo de
zero para o Erro Médio Quadrético (EQM) elevam o valor da métrica, logo valores altos
de PSNR representam um alta semelhanga entre as imagens.

PSNR(z,y) = 10logg ( 5)

1
E@W%M)
Ja SSIM, utiliza também variancias e covariancias para analisar fatores como a distor-
cdo de luminancia e contraste e a perda de correlacio entre duas imagens, representada
pela Equacgdo 6. Proposta por (Wang et al., 2004), esta métrica tem por objetivo trazer uma
medida mais préxima da percep¢do humana de uma cena, onde quanto mais proximo de

1 mais parecidas as imagens sdo consideradas.

(2papty + C1) + (204 + C)

SSIM (z,y) =
@W>(@+@+0Mﬁ+@+@)

(6)

Sendo assim, a Tabela 1 apresenta os resultados de SSIM e PSNR médios e seus des-
vios padrdo para os trés niveis de exposicdo sintética (4, 6 e 8) no conjunto de validagdo,
composto por 2.000 videos com 50 quadros cada. Foram comparados o modelo deste tra-
balho com os dois tamanhos de janela temporal (3 e 7), o modelo (Steffens et al., 2018),
denominado Ucan, pré-treinado e retreinado (finetunned) no conjunto de dados BDD.
Também foi comparado o modelo Unet de (Ronneberger et al., 2015) seguindo 0 mesmo
processo de treinamento.

As métricas apresentaram um pequeno ganho no aumento da janela temporal, onde
o modelo com janela de tamanho 7, alcangou valores mais altos tanto para SSIM quanto
para PSNR. O modelo proposto apresentou resultados compativeis com a Ucan, gerando
valores melhores para o nivel 4 de exposicao gamma e valores um pouco abaixo para o
nivel 8 mas desvio padrdo menor em todos os casos. Os resultados também validam o a
metodologia de treinamento dos modelos visto que mesmo o modelo Unet, originalmente
voltado a segmentacdo de imagens, apresentou resultados considerdveis e o modelo Ucan
obteve um ganho expressivo quando retreinado.

Analogamente, a Tabela 2 traz a mesma comparacgdo para o efeito de sobrexposicao
com os valores de gama para 1/4, 1/6 e 1/8. Neste experimento nota-se que os valores de
todos os modelos estdo menos discrepantes, o que nos mostra que o efeito de subexposi-
cdo tem um impacto menos degradante neste conjunto de dados, inclusive para o conjunto

de validagcdo. Novamente, os modelos SeqTolmage de janela 7 e Ucan retreinada obtive-
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Tabela 1: Avaliagdo das métricas espaciais para o efeito de subexposicao. Os melhores
resultados para cada métrica estdo em destaque.

Gamma Modelo SSIM (média) SSIM (dp) PSNR (média) PSNR (dp)
SeqTolmg (3) 0,936 0,027 25,414 1,920
SeqTolmg (7) 0,948 0,025 25,981 2,500

4 Ucan original 0,610 0,107 15,614 2,150
Ucan finetuned 0,894 0,054 24,662 4,025
Unet 0,919 0,035 23,976 2,523
SeqTolmg (3) 0,876 0,030 22,150 1,335
SeqTolmg (7) 0,900 0,027 24,812 1,529
6 Ucan original 0,611 0,099 15,656 2,028
Ucan finetuned 0,899 0,050 24,904 3,899
Unet 0,839 0,040 20,245 1,284
SeqTolmg (3) 0,815 0,039 19,277 1,694
SeqTolmg (7) 0,846 0,033 21,556 1,427
8 Ucan original 0,605 0,104 15,536 2,159
Ucan finetuned 0,900 0,051 25,138 4,005
Unet 0,777 0,046 18,303 1,084

ram os melhores resultados para SSIM e PSNR, com o segundo se destacando para a
métrica PSNR. Vale salientar ainda que mesmo equivalentes o0 modelo Ucan apresentou
um desvio padrdo de duas a trés vezes maior que o modelo proposto neste trabalho. O

Anexo A traz os resultados qualitativos espaciais gerados.

4.2 Avaliacao Temporal

Ja para avaliar o coeréncia temporal de um video, enfrentou-se uma certa dificuldade
em encontrar métricas estabelecidas na literatura e, principalmente, que conseguissem de
algum maneira apresentar os possiveis ganhos da restauracdo em trés dimensdes. Dito
isso, foram propostas duas metodologias para avaliacao indireta da restauracao temporal.
Os experimentos foram realizados para o video original, para o video exposto sinteti-
camente e para a restauracao utilizando os dois modelos que apresentaram os melhores
resultados espacias, SeqTolmage com janela temporal 7 e Ucan.

A primeira busca mensurar a oscilagdo da luminéncia entre os quadros de um video,
avaliando a variacdo da média de cada quadro comparado ao quadro anterior. Ou seja,
avalia-se a derivada da média dos pixeis de uma imagem em relacdo ao tempo. Espera-se
assim visualizar a coeréncia das restauragdes ao longo do video e verificar se hd alguma
discrepancia muita significativa. As Figuras 6 e 7 apresentam os graficos da média das
variagdes do conjunto de validacdo para os efeitos de subexposicao e sobrexposicao, res-
pectivamente.

Tanto para o efeito de subexposi¢do quanto para superexposi¢do, os resultados apre-
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Tabela 2: Avaliagdo das métricas espaciais para o efeito de sobrexposicdo. Os melhores
resultados para cada métrica estdo em destaque.

Gamma Modelo

SSIM (média) SSIM (dp) PSNR (média) PSNR (dp)

SeqTolmg (3) 0,985 0,004 28,506 1,026
SeqTolmg (7) 0,988 0,006 30,489 1,830
1/4 Ucan original 0,771 0,051 14,170 1,413
Ucan finetuned 0,986 0,012 30,329 3,370
Unet 0,930 0,022 19,394 1,945
SeqTolmg (3) 0,971 0,007 24,005 1,316
SeqTolmg (7) 0,985 0,004 28,506 1,026
1/6 Ucan original 0,769 0,052 14,176 1,412
Ucan finetuned 0,987 0,011 30,377 3,366
Unet 0,968 0,014 23,702 2,105
SeqTolmg (3) 0,948 0,029 22,102 2,706
SeqTolmg (7) 0,988 0,005 28,056 1,288
1/8 Ucan original 0,769 0,056 14,141 1,447
Ucan finetuned 0,987 0,012 30,535 3,287
Unet 0,978 0,014 24,919 1,624
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Figura 6: Variacdo média dos quadros ao longo dos videos de validacao para o efeito de

subexposicao.
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Figura 7: Variagdo média dos quadros ao longo dos videos de validacdo para o efeito de
sobrexposi¢ao.

sentam uma mudanga significativa da variacdo média entra os videos originais e expostos
sinteticamente, mostrando o impacto causado por essa modificacdo. Ja os resultados para
os videos restaurados, obteve-se valores semelhantes para os dois modelos avaliado, ainda
assim, a curva obtida pela rede SeqTolmage se mostra mais proxima da original em varios
intervalos.

Para a segunda métrica, inspirado na metodologia para métrica visual de (Bi and Zhou,
2012), propos-se o uso de fluxo Optico esparso para avaliar o impacto da restauracao de
um video a partir da deteccdo e traqueamento de pontos de interesse nele. Aplicando a
um video, primeiro detecta-se os pontos de interesse no primeiro quadro do video utili-
zando o método para detec¢do de cantos Shi and T'omasi (Shi et al., 1994). Em seguida
¢ calculado o fluxo 6ptico destes postos a partir do método de Lucas-Kanade Piramidal
(Bouguet et al., 2001) ao longo do video. Espera-se entender assim a influencia da res-
tauracao no processo descrito acima, de forma a justificar a sua relevancia, indiretamente,
por meio de uma aplicacgao.

A Figura 8 apresenta o grafico do rastreamento de pontos de interesse ao longo dos
videos de validagdo, mostrando também um diferenca significativa entra a media dos
videos original em relacdo ao subexposto sinteticamente, obtendo valores abaixo de 100
pontos detectados. Quanto aos modelos restaurados, tanto SeqTolmage quando Ucan
apresentaram um ganho em relag¢do aos videos mal expostos mas com o segundo obtendo

uma média mais proxima da original para este tipo de exposi¢ao.

Ja na Figura 9, que mostra a mesma métrica para o efeito de superexposi¢ao, também
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Figura 8: Média do numero de pontos de interesse detectados ao longo dos videos de
validacdo para o efeito de subexposi¢ao.
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Figura 9: Média do numero de pontos de interesse detectados ao longo dos videos de
validagdo para o efeito de sobrexposigao.
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¢ observado um diferenca diferenca ao longo do video para o conjunto degradado mas
com um ganho muito significativo do modelo SeqTolmage, acima inclusive da média
dos videos originais. Esse efeito pode ser explicado pelo fato dos videos possuirem uma
sobrexposi¢do natural que ao restaurada pela rede temporal apresenta uma detec¢dao mais
acertiva para a métrica. O Anexo B apresenta os resultados qualitativos temporais para os

dois efeitos estudados.



5 CONCLUSAO

Este trabalho teve como objetivo inicial explorar os trabalhos presentes na literatura
referentes ao uso de redes neurais para o processamento de videos. Foram encontrados
trabalhos para diversas aplicagdes na drea de visdo de computacional e processamento de
imagens com metodologias e abordagens muito particulares. Na tentativa de se ter uma
visdo geral deste ecossistema, criou-se uma classificagdo para estar abordagens, dividas
em: abordagem direta, indireta € modular. Cada uma com suas peculiaridades trazendo

vantagens e desvantagens dependendo da aplicacao.

A partir deste estudo, condensou-se as informacdes obtidas para a constru¢do de uma
rede neural artificial para restaura¢ao de exposicdo em videos, um problema que tange
atualmente somente o dominio das imagens e ainda aberto para a avaliacdo em videos.
Para a construgdo e treinamento do modelo, foi proposta uma metodologia denominada
aqui SeqT'olmage que baseia-se na ideia na ideia de alimentar a rede com uma sequéncia
de imagens de formar a agregar informacdes temporais presentes na mesma, para sinteti-
zar uma imagem final.

O modelo de rede neural foi uma adaptagdo da rede de (Ronneberger et al., 2015), para
interpretar sequéncias de imagens a partir e convolugdes em trés dimensoes. O principal
parametro avaliado no modelo proposto foi o impacto do tamanho da sequéncia utilizada
como entrada da rede nos resultados obtidos. Neste trabalho foram avaliadas duas versoes
do modelo, como 3 e 7 quadros de entrada tanto para o efeito de subexposicao quanto
superexposi¢ao.

Para avaliacdo do modelo proposto foram utilizadas as métricas SSIM e PSNR, que
analisar a semelhanca de uma imagem a uma referéncia. Como estas métricas se limitam
ao escopo espacial, ou seja, as dimensdes de uma imagem, foram propostas duas metodo-
logias para avaliar a coeréncia temporal da restauracdo realizada em um video como um
todo. Uma utilizando a varicdo da média da imagens ao longo de uma sequéncia, anali-
sando o efeito oscilacdo das imagens. E outra utilizando fluxo dptico esparso de pontos
de interesse detectadas no primeiro quadro de uma sequéncia, de forma a entender como

o efeito de exposi¢do e restauragdo impactam nessa tarefa.

Os resultados espaciais além de apresentaram um impacto positivo do modelo com
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uma janela temporal maior, também mostraram que para as métricas avaliadas, a rede
proposta demonstrou resultados compativeis com o estado-da-arte. Ja para as métricas
temporais observou-se, ainda que pequeno, um ganho na qualidade sequencial dos videos
para as as métricas calculadas, principalmente para o efeito de superexposi¢ao.

O estudo realizado neste trabalho abre caminho para diversas outras analises a se-
rem realizadas e exploradas. Como trabalhos futuros espera-se fazer uma avaliagdo mais
abrangente do impacto da janela temporal para restauracdo do modelo. Janelas maiores
agregam um custo considerdvel de processamento para a rede mas tendem de trazer mas
informacao. Além do tamanho, vale ressaltar a comparacdo para diferentes valores de es-
pacamento entre os quadro (stride), podendo ser considerado também um espagamento
ndo linear. A avaliacdo do espagamento permite entender como quadros mais distantes
influenciam no processo de restauragdo do quadro alvo. Também pretende-se treinar uma
versao unica do modelo que restauracdo tanto subexposi¢ao quando sobrexposi¢do, com
intuito de avaliar o impacto da andlise temporal em uma variacdo ainda maior de lumi-
nancia e entender o comportamento da rede para a as duas tarefas em conjunto.

Ainda seguindo a metodologia empregada por (Steffens et al., 2019), podem ser agre-
gadas outras formas de aquisicdo da imagem explorando outros canais de cor, por exem-
plo. Espera-se também utilizar dos resultados obtidos para optimizar a arquitetura da
rede visto que o nimero de convolugdes, principalmente em trés dimensdes, geram um
impacto expressivo no tempo de processamento e uso de memoria. Por fim, acredita-se
que o modelo a a metodologia propostas neste trabalho podem servir como base para a
aplicacao de redes neurais em sequéncias de imagens em diferentes aplicacdes. Tarefas
para videos como interpolacdo, sumarizacio e restauragdo de maneira geral, podem ser

realizadas de maneira muito semelhante seguindo a metodologia aqui proposta.
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ANEXO A RESULTADOS ESPACIAIS QUALITATIVOS
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Figura 10: Resultados espaciais qualitativos para o efeito de subexposi¢ao.
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: Resultados espaciais qualitativos para o efeito de sobrexposi¢ao.
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ANEXO B RESULTADOS ESPACIAIS TEMPORAIS
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Figura 12: Resultados temporais qualitativos para o efeito de subexposi¢ao.
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Figura 13: Resultados temporais qualitativos para o efeito de subexposi¢ao.

Figura 14: Resultados temporais qualitativos para o efeito de subexposicao.
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